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Preface 译者 注

关于这片论文的中文翻译在这里：https://chendq-thesis-zh.readthedocs.io/en/latest/

我一直觉得阅读一本优秀的博士毕业论文是最快了解一个领域的方式。论文中会介绍它的研究的前因后果以及最近和未来的发展趋势，并且，这里面会引用大量的参考文献，这都是宝贵的经过整理的学习资料。

其次，我们可以从行文思路中学习到作者的思维方式，从其发表文章的先后顺序和年代，看到作者的成长，可以借此学习到作者的思维和学习方式。我没有翻译作者的Acknowledgment，但是我强烈建议大家去读一下，了解一下作者的学习心态。

坦白说，中西方的思维方式【我觉得会反应在语系上】会略有不同，在读硕士研究生的期间，在最初的时候和导师以及一些拉丁语系母语同学的沟通的时候，我会比较难跟上。但是和中国人或者不是英语native speaker的人沟通的时候会比较容易一些，按照乔姆斯基的理论来说，我们都在作为“外人”努力学习英语的generative rules，然后使用英文沟通学习。所以能找到一篇优秀的“中国造”英文博士论文也是很幸运的。希望我们都可以从中学习到很多有意义的东西，欢迎一起讨论一起进步。

同时我强烈推荐phD Grind [http://www.pgbovine.net/PhD-memoir.htm]这篇文章，也是讲述了斯坦福大学的博士生的学习心路历程。推荐理由引用其中的一段话：有些人可以通过博士的学习生涯学习到一种思维方式，有的人没有通过博士的学习生涯，但是通过别的方式同样达到了这样的高度。

NLP领域逐渐进入人们的视野，从word2vec到BERT再到后来提出的一些模型，都是在dig预训练这个环节。

在未来，有时间的情况话，我会对文中提到的一些有代表性的论文进行解读。部分论文会进行复现。

才疏学浅，有不足之处，还望指出。谢谢。可以直接提出issue或者通过邮件联系：4ljy@163.com。

本文翻译已经咨询过原作者。

本文仅供学习交流所用，一切权利由原作者及单位保留，译者不承担法律责任。

原文地址：

https://www.cs.princeton.edu/~danqic/papers/thesis.pdf

陈丹琦博士个人主页：

https://www.cs.princeton.edu/~danqic/

Duke Lee

2019年





          

      

      

    

  

    
      
          
            
  
摘要

教机器理解人类语言文档是人工智能领域最难以捉摸和长期存在的挑战之一。本文探讨了阅读理解的问题:如何构建计算机系统来阅读一篇文章并回答理解问题。一方面，我们认为阅读理解是评估计算机系统理解人类语言能力的一项重要任务。另一方面，如果我们能够构建高性能的阅读理解系统，它们将成为问答和对话系统等应用的关键技术。

本文主要研究了基于深度神经网络的阅读理解模型。与传统的稀疏的、手工设计的基于特征的模型相比，这些端到端神经模型被证明在学习丰富的语言现象方面更有效，并在很大程度上提高了所有现代阅读理解基准的性能。

本文由两部分组成。第一部分，我们的目标是涵盖神经阅读理解的本质，并介绍我们在构建有效的神经阅读压缩模型方面所做的努力，更重要的是了解神经阅读理解模型实际学习了什么，以及解决当前任务需要多大的语言理解深度。我们还总结了该领域的最新进展，并讨论了该领域未来的发展方向和有待解决的问题。

在本文的第二部分，我们探讨了如何基于最近神经阅读理解的成功构建实际应用。特别是，我们开创了两个新的研究方向:1)如何将信息检索技术与神经阅读理解相结合，解决大规模开放领域的问题回答;和2)如何从现有的单轮、基于斯潘语言的阅读理解模型中构建会话问答系统。我们在DRQA和COQA项目中实现了这些想法，并证明了这些方法的有效性。我们相信它们对未来的语言技术有着巨大的前景。





          

      

      

    

  

    
      
          
            
  
Acknowledgements

The past six years at Stanford have been an unforgettable and invaluable experience to me. When I first started my PhD in 2012, I could barely speak fluent English (I was required to take five English courses at Stanford), knew little about this country and had never heard of the term “natural language processing”. It is unbelievable that over the following years I have actually been doing research about language and training computer systems to understand human languages (English in most cases), as well as training myself to speak and write in English. At the same time, 2012 is the year that deep neural networks (also called deep learning) started to take off and dominate almost all the AI applications we are seeing today. I witnessed how fast Artificial Intelligence has been developing from the beginning of the journey and feel quite excited —– and occasionally panicked —– to be a part of this trend. I would not have been able to make this journey without the help and support of many, many people and I feel deeply indebted to them.

First and foremost, my greatest thanks go to my advisor Christopher Manning. I really didn’t know Chris when I first came to Stanford — only after a couple of years that I worked with him and learned about NLP, did I realize how privileged I am to get to work with one of the most brilliant minds in our field. He always has a very insightful, high- level view about the field while he is also uncommonly detail oriented and understands the nature of the problems very well. More importantly, Chris is an extremely kind, caring and supportive advisor that I could not have asked for more. He is like an older friend of mine (if he doesn’t mind me saying so) and I can talk with him about everything. He always believes in me even though I am not always that confident about myself. I am forever grateful to him and I have already started to miss him.

I would like to thank Dan Jurafsky and Percy Liang — the other two giants of the Stanford NLP group — for being on my thesis committee and for a lot of guidance and help throughout my PhD studies. Dan is an extremely charming, enthusiastic and knowl- edgeable person and I always feel my passion getting ignited after talking to him. Percy is a superman and a role model for all the NLP PhD students (at least myself). I never understand how one can accomplish so many things at the same time and a big part of this dissertation is built on top of his research. I want to thank Chris, Dan and Percy, for setting up the Stanford NLP Group, my home at Stanford, and I will always be proud to be a part of this family.

It is also my great honor to have Luke Zettlemoyer on my thesis committee. The work presented in this dissertation is very relevant to his research and I learned a lot from his papers. I look forward to working with him in the near future. I also would like to thank Yinyu Ye for his time chairing my thesis defense.

During my PhD, I have done two wonderful internships at Microsoft Research and Facebook AI Research. I thank my mentors Kristina Toutanova, Antoine Bordes and Jason Weston when I worked at these places. My internship project at Facebook eventually leads to the DRQA project and a part of this dissertation. I also would like to thank Microsoft and Facebook for providing me with fellowships.

Collaboration is a big lesson that I learned, and also a fun part of graduate school. I thank my fellow collaborators: Gabor Angeli, Jason Bolton, Arun Chaganty, Adam Fisch, Jon Gauthier, Shayne Longpre, Jesse Mu, Siva Reddy, Richard Socher, Yuhao Zhang, Vic- tor Zhong, and others. In particular, Richard — with him I finished my first paper in graduate school. He had very clear sense about how to define an impactful research project while I had little experience at the time. Adam and Siva — with them I finished the DRQA and COQA projects respectively. Not only am I proud of these two projects, but also I greatly enjoyed the collaborations. We have become good friends afterwards. The KBP team, especially Yuhao, Gabor and Arun — I enjoyed the teamwork during those two sum- mers. Jon, Victor, Shayne and Jesse, the younger people that I got to work with, although I wish I could have done a better job. I also want to thank the two teaching teams (7 and 25 people respectively) for the NLP class that I’ve worked on and that was a very unique and rewarding experience for me.

I thank the whole Stanford NLP Group, especially Sida Wang, Will Monroe, Angel Chang, Gabor Angeli, Siva Reddy, Arun Chaganty, Yuhao Zhang, Peng Qi, Jacob Stein- hardt, Jiwei Li, He He, Robin Jia and Ziang Xie, who gave me a lot of support at various times. I am even not sure if there could be another research group in the world better than our group (I hope I can create a similar one in the future). The NLP retreat, NLP BBQ and those paper swap nights were among my most vivid memories in graduate school.

Outside of the NLP group, I have been extremely lucky to be surrounded by many great friends. Just to name a few (and forgive me for not being able to list all of them): Yanting Zhao, my close friend for many years, who keeps pulling me out from my stressful PhD life, and I share a lot of joyous moments with her. Xueqing Liu, my classmate and roommate in college who started her PhD at UIUC in the same year and she is the person that I can keep talking to and exchanging my feelings and thoughts with, especially on those bad days. Tao Lei, a brilliant NLP PhD and my algorithms “teacher” in high school and I keep learning from him and getting inspired from every discussion. Thanh-Vy Hua, my mentor and “elder sister” who always makes sure that I am still on the right track of my life and taught me many meta-skills to survive this journey (even though we have only met 3 times in the real world). Everyone in the “caˇo yu ́” group, I am so happy that I have spent many Friday evenings with you.

During the past year, I visited a great number of U.S. universities seeking an academic job position. There are so many people I want to thank for assistance along the way —– I either received great help and advice from them, or I felt extremely welcomed during my visit —– including Sanjeev Arora, Yoav Artzi, Regina Barzilay, Chris Callison-Burch, Kai-Wei Chang, Kyunghyun Cho, William Cohen, Michael Collins, Chris Dyer, Jacob Eisenstein, Julia Hirschberg, Julia Hockenmaier, Tengyu Ma, Andrew McCallum, Kathy McKeown, Rada Mihalcea, Tom Mitchell, Ray Mooney, Karthik Narasimhan, Graham Neubig, Christos Papadimitriou, Nanyun Peng, Drago Radev, Sasha Rush, Fei Sha, Yulia Tsvetkov, Luke Zettlemoyer and many others. These people are really a big part of the reasons that I love our research community so much, therefore I want to follow their paths and dedicate myself to an academic career. I hope to continue to contribute to our research community in the future.

A special thanks to Andrew Chi-Chih Yao for creating the Special Pilot CS Class where I did my undergraduate studies. I am super proud of being a part of the “Yao class” family. I also thank Weizhu Chen, Qiang Yang and Haixun Wang, with them I received my very first research experience. With their support, I was very fortunate to have the opportunity to come to Stanford for my PhD.

I thank my parents: Zhi Chen and Hongmei Wang. Like most Chinese students in my generation, I am the only child of my family and I have a very close relationship with them — even if they are living 16 (or 15) hours ahead of me and I can only spare 2–3 weeks staying with them every year. My parents made me who I am today and I never know how to pay them back. I hope that they are at least a little proud of me for what I have been through so far.

Lastly, I would like to thank Huacheng for his love and support (we got married 4 months before this dissertation was submitted). I was fifteen when I first met Huacheng and we have been experiencing almost everything together since then: from high-school programming competitions, to our wonderful college time at Tsinghua University and we both made it to the Stanford CS PhD program in 2012. For over ten years in the past, he is not only my partner, my classmate, my best friend, but also the person I admire most, for his modesty, intelligence, concentration and hard work. Without him, I would not have come to Stanford. Without him, I would also not have taken the job at Princeton. I thank him for everything he has done for me.

To my parents and Huacheng, for their unconditional love.





          

      

      

    

  

    
      
          
            
  
Chapter 1 Introduction


1.1  Motivation

教机器理解人类语言文档是人工智能领域最难以捉摸和长期存在的挑战之一。在我们继续往下读之前，我们必须搞清楚，理解人类语言意味着什么？图1.1展示了MCTEST数据集中的一个儿童故事（Richardson et al.，2013），这个故事仅仅使用了简单的词汇和语法。为了处理这样一段文本，NLP社区花了几十年的时间来解决文本理解各个方面的不同任务，包括:


	词性标注（part-of-speech tagging）。这需要我们的机器理解文本中的单词词性。例如，第一句话中Alyssa got to the beach after a long trip。其中Alyssa是一个专有名词（proper noun），beach和trip是常见名词（common noun），got是动词的过去式（verb in its past tense），long是形容词（adjective），after是介词（preposition）。


	命名实体识别（named entity recognition）。我们的机器也应该明白，故事中是Alyssa、Ellen、Kristen人物的名字，而Charlotte、Atlanta和Miami是地点的名字。


	语法解析（syntactic parsing）。为了理解每个句子的意思，我们的机器还需要理解单词之间的关系，或者语法（grammatical）结构。还是用故事中的第一句话举例：Alyssa got to the beach after a long trip，，机器应该理解Alyssa是主语，beach是动词got的宾语，而after a long trip作为一个整体是一个介词短语，它描述了动词与时间的关系。


	指代消解。此外，我们的机器甚至需要理解句子之间的关系。例如，She ‘s now in Miami这句话中提到的She指的是第一句中提到的Alyssa，而提到的The girls指的是前面句子中提到的Alyssa、Ellen、Kristen和Rachel。




[image: ../_images/F1.1.png]F1.1.png

Figure1.1: A sample story and comprehension questions from the MCTEST dataset
（Richardson et al., 2013）.

是否有一种综合评价可以检验所有这些方面，并探索更深层次的理解？我们认为，阅读理解的任务——在一篇文章中回答理解性问题——是一种恰当而重要的方法。就像我们使用阅读理解测试来衡量一个人对一段文字的理解程度一样，我们相信它也可以在评估计算机系统对人类语言的理解程度方面发挥同样的作用。【译者注，这个和我们利用阅读理解来判定一个人的语言水平是类似的思想，所以高考的阅读理解是很有意义的】

让我们仔细看看同一篇文章中提出的一些理解性问题（Figure 1.1）:


	为了回答第一个问题:Alyssa在哪个城市？，我们的机器需要找出she is now in Miami，并解决指代消解的问题，即she在这里指的是Alyssa，最后给出正确答案Miami。


	对于第二个问题，What did Alyssa eat at the restaurant? ， 首先，他们需要找到这两句话：The restaurant had a special on catfish（鲶鱼）. 以及 Alyssa enjoyed the restaurant’s special. 并且理解Alyssa在第二句话中所enjoyed的special是第一句话中的special。而基于catfish修饰special，所以答案就是catfish。


	最后一个问题特别具有挑战性。为了得到正确的答案，机器必须记住文本中提到的所有人的名字和他们之间的关系，进行一些算术推理（计数），最后给出一个答案。




正如我们所看到的，我们的计算机系统必须理解文本的各个方面来正确地回答这些问题。由于问题可以被设计成问询我们关心的方面，所以阅读理解可能是评估语言理解最合适的任务（reading comprehension could be the most suitable task for evaluating language understanding）。这是本文的中心主题。

在本文中，我们研究了阅读理解的问题：我们如何构建计算机系统来阅读一篇文章并回答这些理解性问题？我们特别关注神经阅读理解（neural reading comprehension），这是一种使用深度神经网络建立的阅读理解模型，它已经被证明比非神经（网络）的、基于特征的模型更有效。

阅读理解这个领域有着悠久的历史——早在20世纪70年代，研究者就已经认识到它是测试计算机程序语言理解能力的重要方法（Lehnert， 1977）。然而，这个领域已经被忽视了几十年。直到最近，它才得到了大量的关注，并取得了快速的进展（参见Figure 1.2作为一个例子），包括我们将在本文中详细介绍的我们付出的努力。最近阅读理解的成功可以归因于两个原因：1）以（文章、问题、答案）三元组的形式的大规模监督数据集创建；2）神经阅读理解模型的建立。

[image: ../_images/F1.2.png]F1.2.png

Figure 1.2: A search result on GOOGLE. It not only returns a list of search documents but gives more precise answers within the documents.

在这篇论文中，我们将涵盖现代神经阅读理解的本质：问题的形成，系统的构建模块和关键成分，以及理解当前的神经阅读理解系统在哪些方面可以做得更好，哪些方面仍然落后。

本文的第二个中心主题是，我们深信，如果我们能够构建出高性能的阅读理解系统，它们将成为问答和对话系统等应用的关键技术（they would be a crucial technology for applications such as question answering and dialogue systems）。事实上，这些语言技术已经与我们的日常生活息息相关。例如，如果我们今天在谷歌中输入一个搜索查询“how many people work at stanford univerisity？””（Figure 1.2），谷歌不仅返回搜索文档列表，还尝试读取这些Web文档，最后突出显示最可信的答案，并将它们显示在搜索结果的顶部。我们相信这正是阅读理解可以起作用的地方，因此可以促进更智能的搜索引擎。此外，随着亚马逊（Amazon）的ALEXA、苹果（Apple）的SIRI、谷歌ASSISTANT或微软（Microsoft）的小娜（CORTANA）等数字个人助理的发展，越来越多的用户通过询问有关信息的问题来参与到这些设备（的建设中）[^1]。我们相信，建造能够阅读和理解文本的机器将会极大的改善这些个人助理的能力。

因此，在本文中，我们也对从最近神经阅读理解的成功中构建实际应用感兴趣。我们探索了两个以神经阅读理解为核心的研究方向:

开放领域的问答（Open-domain question answering）结合了来自信息检索和阅读理解的挑战，旨在回答来自Web或大型百科全书（如Wikipedia）的一般问题。

会话形式问答（Conversational question answering）结合了来自对话和阅读理解的挑战，解决了在一段文本中进行多轮问答的问题，比如用户如何与会话代理进行交互。Figure 1.3展示了来自COQA数据集的一个示例（Reddy et al.，2019）。在这个例子中，一个人可以基于一篇CNN的文章问出一系列的互相关联的问题。

[^1]: A recent study https://www.stonetemple.com/digital-personal-assistants-study/ reported that asking general questions is indeed the number one use for such digital personal assistants.




1.2 Thesis Outline

根据我们刚刚讨论的两个中心主题，本文由两部分组成:第一部分神经阅读理解基础（PART I NEURAL READING COMPREHENSION: FOUNDATIONS）和第二部分神经阅读理解应用（PART II NEURAL READING COMPREHENSION: APPLICATIONS）。

【译者注： excruciatingly： 难以忍受地； allegedly：据说】

[image: ../_images/F1.3.png]F1.3.png

Figure1.3: AconversationfromCOQAbasedonanCNNarticle.

第一部分（PART 1）侧重于阅读理解的任务，强调仔细阅读一小段，使计算机系统能够回答理解性问题。

第二章首先概述了阅读理解的发展历史和现状。接下来，我们正式定义了问题的表达式及其表达式的主要类别。然后简要讨论了阅读理解和一般问答（问题）的差异。最后，我们认为最近神经阅读理解的成功是由大规模数据集和神经模型（一起）驱动的。

在第三章中，我们介绍了神经阅读理解模型家族。我们首先描述非神经的，基于特征的分类器，并讨论他们如何不同于端到端神经方法。然后我们介绍了一种我们提出的名叫THE STANFORD ATTENTIVE READER的神经方法，并且描述了它的基本构建模块和扩展。我们在CNN/DAILY MAIL和SQUAD这两个代表性的阅读理解数据集上展示了实验结果。更重要的是，我们对神经模型进行了深入的分析，以理解这些模型实际上学到了什么（译者注：我觉得这是一个重点）。最后，总结了近年来神经阅读理解模型在不同方面的研究进展。本章基于我们的工作（Chen et al.，2016）和（Chen et al.，2017）。

在第四章中，我们讨论了该领域未来的工作和有待解决的问题。我们首先研究现有模型的错误case，尽管模型在当前基准上的准确性很高。然后，我们根据数据集和模型讨论未来的方向。最后，我们对这一领域的几个重要研究问题进行了复盘，这些问题仍然是悬而未决的，有待未来进一步的研究。

第二部分认为阅读理解是实际应用的一个重要组成部分，如问答系统和会话智能体。详情如下：

开放领域的问答

第五章将开放领域的问答当作是阅读理解的一个应用。探讨了如何将高性能的神经阅读理解系统与有效的信息检索技术相结合，构建新一代的开放领域的问答系统。我们描述了我们构建的一个名为DRQA的系统:它的关键组件以及我们如何为它创建训练数据，然后我们对多个问答（系统）基准进行了综合评估。最后我们讨论了这个系统目前的局限性以及未来的工作。本章基于我们的工作（Chen et al.，2017）。

在第六章中，我们研究了会话问答，即机器必须理解一篇文章，并回答会话中出现的一系列问题。本文首先简要回顾了有关对话的文献，认为会话问答是构建信息检索对话智能体的关键。本文介绍了一种用于构建会话问答系统（Conversational Question Answering）的新数据集COQA，它由127k个问题和答案组成，这些问题和答案来自于8k个关于文本段落的讨论。我们对数据集进行了深入的分析，并在会话和神经阅读理解模型的基础上建立了若干竞争模型，并给出了实验结果。最后讨论了未来在这方面的工作。本章基于我们的工作（Reddy et al.， 2019）。

我们最后将在第七章进行总结。




1.3 Contributions

本文的贡献总结如下:


	我们是最早研究神经阅读理解的团队之一。特别地，我们提出了STANFORD ATTENTIVE READER 模型，该模型在各种现代阅读理解任务中都表现出了优异的表现。


	我们努力更好地理解神经阅读理解模式实际上学到了什么，以及解决当前任务需要多大的语言理解深度。我们的结论是，与传统的基于特征的分类器相比，神经模型更善于学习词汇匹配和释义，而现有系统的推理能力仍然相当有限。


	我们开创了将神经阅读理解作为开放领域问题回答的核心组成部分的研究方向，并研究了如何通用化这个案例的模型。特别的，我们在DRQA系统中实现了这个想法，这是一个大型的、基于英语维基百科的真实问题回答系统。


	最后，我们着手解决会话问答问题。其中计算机系统需要在对话的上下文（背景）中回答理解性问题，所以每个问题都需要根据它的对话历史来理解。为了解决这个问题，我们提出了COQA challenge，并建立了适合这个问题的神经阅读理解模型。我们认为这是构建会话QA智能体的第一步，也是重要的一步。










          

      

      

    

  

    
      
          
            
  PART I Neural Reading Comprehension: Foundations


Chapter 2 An Overview of Reading Comprehension

When a person understands a story， he can demonstrate his understanding by answering questions about the story. Since questions can be devised to query any aspect of text comprehension， the ability to answer questions is the strongest possible demonstration of understanding. If a computer is said to understand a story， we must demand of the computer the same demonstration of understanding that we require of people. Until such demands are met， we have no way of evaluating text understanding programs.

(当一个人理解一个故事的时候，他可以通过回答关于这个故事的问题来表明他的理解（程度）。因为问题可以提问文本理解的任何方面，那么回答问题的能力就是对理解程度的最可能的表示。如果说一台电脑理解了一个故事，我们必须像要求人类一样要求电脑。在这样的要求满足之前，我们无法衡量任何文本理解系统。)

Wendy Lehnert， 1977

在这一章，我们的目的是为读者提供一个阅读理解的概述。我们从阅读理解的历史开始（2.1节），从上世纪70年代开发的早期系统，到为这项任务建立机器学习模型的尝试，再到最近神经（深度学习）方法的复兴。这一领域已经完全被神经阅读理解所重塑，并且取得了令人兴奋的进展。

然后，我们在2.2节中正式将阅读理解任务定义为一个监督学习问题，并根据答案类型描述了四个不同的类别。最后，我们将讨论它们的评估指标。

接下来我们简要讨论一下阅读理解和问答（QA）的区别，特别是它们的最终目标（2.3节）。最后，我们会在2.4节中讨论大规模数据集和神经模型的相互作用是如何促进现代阅读理解的发展的。


2.1 History


2.1.1 Early Systems

建立自动阅读理解系统的历史可以追溯到四十多年前。在20世纪70年代，研究人员已经认识到把阅读理解作为一种方法来测试计算机程序对语言的理解能力的重要性。

最著名的早期作品之一是Lehnert（1977）中详细描述的QUALM。基于脚本和计划框架，Lehnert（1977）设计了一个问答的理论，并且专注于语用问题和故事上下文在问答中的重要性，来作为对人类阅读理解的建模（Schank and Abelson， 1977）。这个早期工作为语言理解设置了一个强大的愿景，但是当时构建的实际系统非常小，仅限于手工编码的脚本，并且很难推广到更广泛的领域。

由于问题的复杂性，这方面的研究在20世纪80年代和90年代大多被忽视。在20世纪90年代末，人们对阅读理解的兴趣有了一些小小的复苏，例如Hirschman等人（1999）创建了一个阅读理解数据集，以及随后在ANLP/NAACL 2000年举办了一个关于阅读理解测试作为基于计算机的理解系统评估的研讨会。数据集包括60个用于开发的故事和60个用于测试的三至六年级的故事，附有一些简单的who，what，when，where，why这样的简单问题。它只需要系统返回包含正确答案的句子。这一阶段开发的系统主要是基于规则的词包方法。例如DEEP READ 系统（Hirschman et al. 1999）中进行词干分析、语义类识别和代词解析等浅层语言处理，或者像是QUARC系统（Riloff and THElen，2000）中手动生成基于词汇和语义对应的规则或者是以上两个的组合体（Charnizak et al.， 2000）。这些系统在检索正确句子时达到了30%-40%的准确率。




2.1.2 Machine Learning Approaches

在2013年至2015年之间，（人们）在将阅读理解定义为一种supervised learning问题方面做出了显著的努力。研究员以（文章，问题，回答）三元组的形式收集人类标注好的训练例子，希望我们可以训练统计模型来学习将一段话和问题形成的对映射到他们相对应的答案上面去：f（passage， question）–>answer。

在此期间，两个值得注意的数据集是MCTEST （Richardson et al.， 2013）和PROCESSBANK （Berant et al.， 2014）。MCTEST收集660个虚构的故事，每个故事有4个多选题（每个问题有4个假设答案，其中一个是正确的）（Table 2.1 （b））。PROCESSBANK旨在回答描述生物过程的段落中的二选择问题，并要求理解过程中实体和事件之间的关系。数据集由585个问题组成，分布在200段中。

在最初的MCTEST paper中，Richardson等人（2013）在没有利用任何训练数据的情况下，提出了几个基于规则的基线（baseline）。一种是启发式滑动窗口方法，它测量问题、答案和滑动窗口中单词之间的加权单词重叠/距离信息；另一种方法是通过将每个问答对转换为一个语句来运行现成的文本蕴涵系统。这个数据集后来启发了一系列机器学习模型（Sachan et al.， 2015；Narasimhan和Barzilay， 2015；Wang et al.， 2015）。这些模型大多建立在一个简单的max-margin学习框架之上，该框架具有丰富的手工设计的语言特性，包括句法依赖、语义框架、指代消解、篇章关系和单词嵌入。MC500的性能从63%略微提高到70%左右。在PROCESSBANK数据集上，Berant等人（2014）提出了一种统计模型，该模型首先学会预测流程结构，然后将问题映射到可以针对该结构执行的正式查询。同样，模型结合了大量的手工特征，最终在二分类任务上获得了66.7%的准确率。

[image: https://github.com/DukeEnglish/chendq-thesis-ZH/blob/master/source/img/T2.1-1.png.png?raw=true]image-20190703075018343
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Table 2.1： A few examples from representative reading comprehension datasets： （a） CNN/DAILY MAIL （Hermann et al.， 2015）， （b） MCTEST （Richardson et al.， 2013）， （c） SQUAD （Rajpurkar et al.， 2016） and （d） NARRATIVEQA （Kocˇisky` et al.， 2018）.

与早期基于规则的启发式方法相比，这些机器学习模型取得了一定的进步。然而，它们的改进仍然相当有限，其缺点总结如下：


	这些模型严重依赖于现有的语言工具，如依赖依存解析和语义角色标记（SRL）系统。然而，这些语言表示任务还远远没有解决，现成的工具通常是从单个领域（的文章）（例如，newswire文章）训练而来，在实际使用中存在泛化问题。因此，利用现有的语言注释作为特性有时会在这些基于特性的机器学习模型中增加噪音，而更高级别的注释（例如，篇章关系与词性标记），会让情况变得更糟糕。


	模拟人类水平的理解是一个难以捉摸的挑战，而且总是很难从当前的语言表征中构建有效的特征。例如，对于图1.1中的第三个问题：How many friends does Alyssa have in this story？，当证据散布在整个文章中，基本不可能构建出一个有效特征的。


	尽管我们可以从人类标记的阅读理解示例中训练模型，这确实激励人心，但这些数据集仍然太小，无法支持表达性统计模型。例如，用于训练依存解析器的English Penn Treebank数据集包含39，832个示例，而在MCTEST中，用于训练的示例仅为1480个——更不用说阅读理解了，作为一项综合性的语言理解任务，阅读理解更加复杂，并且需要不同的推理能力。







2.1.3 A Resurgence： The Deep Learning Era

这个领域的转折点出现在2015年。DeepMind研究人员Hermann等人（2015）提出了一种新颖而廉价的方案，用于为学习阅读理解模型创建大规模监督训练数据。他们还提出了一个神经网络模型——一个基于attention机制的LSTM模型，命名为THE ATTENTIVE READER——并证明它在很大程度上优于符号NLP方法。在实验中，在CNN数据集中，THE ATTENTIVE READER获得63.8%的准确率，而符号NLP系统最多获得50.9%的准确率。数据创建的思想如下：CNN和《每日邮报》附有一些要点，总结了文章中所包含的信息。他们将一篇新闻文章作为passage，通过使用一个placeholder 来替换一个实体（entity）的方式将其中的一个要点转换为一个完形填空式的问题，而答案就是这个被替换的实体。为了确保这个系统需要真正的理解文章来完成这个任务，而不是使用世界知识（译者，知识库，即符号系统）或者语言模型来回答问题，他们运行了实体识别和指代消解系统，并且将所有在指代链中提到的每个实体替换为一个抽象的实体标记（例如：@entity6，可以在Table2.1（a）中看到例子）。最后，他们几乎没有任何成本地收集了近100万个数据示例。

【译者：Obviously，研究怎么生成训练集也是一门学问。但我一直很好奇，致力于研究数据集来促进模型的发展，是不是就像是致力于研究更好的教材来让学生学习的更好一个道理。。。】

更进一步，我们的工作（Chen et al.， 2016）研究了这个有史以来第一个大型的阅读理解数据集，并证明了一个简单、精心设计的神经网络模型（第3.2节）能够将CNN数据集的性能提升到72.4%，这是另一个8.6%的绝对提升。更重要的是，与传统的基于特征的分类器相比，神经网络模型能够更好地识别词汇匹配和其释义。然而，尽管这个半合成的数据集为训练有效的统计模型提供了一个理想的方法，但我们的结论是，由于数据的创建方法和指代误差，该数据集似乎是有噪声的，并且对于进一步的推动相关进展的帮助是有限的。

为了解决这些限制，Rajpurkar等人（2016）收集了一个名为STANFORD QUESTION ANSWER DATASET（SQUAD）的新数据集。数据集包含了536篇维基百科文章中的107，785对问答对，这些问题都是由群体工作者提出的，每个问题的答案对应相应的文章中的一段文本 （表2.1 （c））。SQUAD是第一个具有自然问题的大规模阅读理解数据集。由于其高质量和可靠的自动评估，该数据集引起了NLP社区的极大兴趣，并成为该领域的中心基准。这反过来启发了一系列新的阅读理解模型（Wang and Jiang， 2017； Seo et al.， 2017； Chen et al.， 2017； Wang et al.， 2017； Yu et al.， 2018） 并且研究的进展十分迅速，截至2018年10月，表现最好的单一的系统实现了91.8%的F1得分（Devlin et al .， 2018），而这个已经超过91.2%，我们预期的人类表现，而最初的作者在2016年构建的基于特征的分类器只获得了51.0%的F1值，如图2.1所示。

[image: ../_images/F2.1.png]Figure 2.1: The progress on SQUAD 1.1 (single model) since the dataset was released in
June 2016. The data points are taken from the leaderboard at http://stanford-qa.com/.

目前所有在SQUAD上面表现最好的系统都是建立在端到端神经网络或深度学习模型上的（end-to-end neural networks， or deep learning models）。这些模型往往会先从将文章和问题中的每一个单词表示为一个稠密向量开始（例如，300维）。经过几次建模或者交互层，最后进行预测。所有的参数可以使用梯度下降算法或者它的变种一起进行优化。这一类模型可以被称为神经阅读理解（neural reading comprehension），我们将会在第三章详细的阐述他。不同于基于特征的分类起，神经阅读理解模型有几个优点。


	他们不依赖于任何下游的语言学特征（比如，依存分析或者指代消解），并且所有的特征是在一个统一的端到端的的框架中独立学习来的。这避免了语言学标注的噪音，并且也在可用的特征空间中提供了更好的了灵活性。


	传统的符号NLP系统受困于一个严重的问题：特征通常非常稀疏，并且泛化性非常差。例如，为了回答一个问题：

- How many individual libraries make up the main school library？

而文章中的相关内容如下

“… Harvard Library， which is the world’s largest academic and private library system， comprsing 79 individual libraries with over 18 million volumes”

所以一个系统必须基于标记好的特征来学习comprising与make up的一致性，例如下面的特征：
$$
pw_i = comprising ∧ qw_j = make ∧ qw_{j+1} = up.
$$
这里并没有足够的数据来给这些特征赋予正确的权重。这在所有的非神经NLP模型中是一个共有的问题。利用低维，稠密的词向量共享相似词语之间在统计上的强度，可以有效的缓解稀疏性。



	这些模型从从构建大量手工特征的劳动中解脱出来。因此，神经模型在概念上更简单，（研究）重点可以转移到神经结构的设计（译者注：可以从构建手工特征中解放，转而研究神经网络结构）。由于现代深度学习框架如TENSORFLOW和PYTORCH的发展，已经取得了很大的进步，现在开发新的模型又快又容易。




毫无疑问，在SQUAD上面达到人类表现程度是不可思议，并且可以说是我们在过去几年在NLP社区中看到的最大成果之一。然而，解决SQUAD任务并不能等于解决机器阅读理解。我们需要承认SQUAD是有限的。因为问题必须用文章中的一段文本来回答，而且大多数SQUAD的例子相对非常简单，并且不需要复杂的推理。

这个领域还在进一步发展。围绕着创建大规模、更具挑战性的阅读理解数据集这一主题，近年来出现了大量的数据集：TRIVIAQA （Joshi et al.， 2017）， RACE （Lai et al.， 2017）， QANGAROO （Welbl et al.， 2018）， NARRATIVEQA （Kocˇisky` et al.， 2018）， MULTIRC （Khashabi et al.， 2018）， SQuAD 2.0 （Rajpurkar et al.， 2018）， HOTPOTQA （Yang et al.， 2018）等。这些数据从各种来源收集（Wikipedia， newswire articles， fictional stories or other Web resources），并且以不同的方式构建。他们的目的是应对许多之前没有被解决的挑战：独立于段落的问题，需要多个句子甚至多个文档来回答的问题，基于长文档（比如一本书）的问题，或者不能从段落中回答的问题。在撰写本文时，这些数据集大多还没有得到解决，并且最先进的方法和人类的水平之间仍然存在很大的差距。阅读理解已成为当今自然语言处理中最活跃的领域之一，仍有许多待解决的问题。我们将在4.2节中更详细地讨论阅读理解数据集的最新发展。






2.2 Task Definition


2.2.1 Problem Formulation

阅读理解的任务可以表述为一个监督学习问题：

给定一组训练实例$${(p_i, q_i, a_i)}^n_{i=1}$$ ，目标是学习一个预测器f，它以一段文本p和一个相应的问题q作为输入，给出答案a作为输出。

f：（p， q） →a            （2.1）

令$$p=(p_1,p_2, … , p_{l_p})$$，$$q = （q_1，q_2，…，q_{l_q}）$$，其中$$l_p$$和$$l_q$$分别表示文本（passage）和问题（question）的长度。V为预定义词汇表，则对于i=1，。。。。，$$l_p$$，$$p_i∈V$$，且i=1，。。。。，$$l_q$$，$$q_i∈V$$。在这里，我们只把文本p看作一个由lp单词序列表示的短段落。将其扩展到多段形式（Clark and Gardner， 2018）非常简单，其中p是一组段落，或者将其分解为更小的语言单元，如句子。

根据答案类型的不同，答案a可以采取完全不同的形式。一般来说，我们可以把现有的阅读理解任务分为四类：


	完形填空类型（Cloze style）：问题包含一个placeholder（占位符）。例如：

​       RTottenham manager Juande Ramos has hinted he will allow _____ to leave if the Bulgaria striker makes it clear he is unhappy.

在这些任务中，系统必须基于文本来猜测哪些词或实体来完善句子（问题）。并且答案要么是选择从一组预定义的候选集中选择要么是从一个完整的词汇表中选择。比如说，，在WHO-DID-WHAT数据集中 （Onishi et al .， 2016），答案必须是文本中的一个人名，而其候选集的大小平均为3.5。



	多项选择类型（Multiple choice）：在这个类别下，正确答案从k个假设答案中选择（比如：k=4）
A={a1， …， ak} where ak = （ak，1，ak，2，…ak，la，k），ak，I < V

正确的答案可以是一个单词，一个短语或者是一句话。给出的假设答案中有一个是正确的，所以a必须从{a1，…ak}中选择。



	范围预测类型（Span prediction）：这个类别也被称为抽取式问答（extractive question answering）并且答案必须是文本中的一个范围。因此，答案可以表示为（a_start， a_end），其中1<=a_start<=a_end<=lp。并且答案对英语pastart，…paend。


	自由形式回答类型（Free-form answer）：最后一种类型允许答案是任何形式的文本（即，任意长度的单词序列），形式上：a∈V。




表2.1给出了每个类型的问题所属典型数据集的示例：CNN/DAILY MAIL （Hermann et al.， 2015） （cloze style）， MCTEST （Richardson et al.， 2013） （multiple choice）， SQUAD （Rajpurkar et al.， 2016） （span prediction） and NARRA- TIVEQA （Kocˇisky` et al.， 2018） （free-form answer）.




2.2.2 Evaluation

我们已经正式定义了四种不同类别的阅读理解任务，接下来我们将讨论它们的评估指标。

【译者 注：对于任何任务来说，衡量结果的好坏都是非常重要的一件事。如果有量化的机制来评估好坏，可以更好帮助我们作出正确的决策】

对于多项选择题或完形填空题，评估准确性非常简单：系统给出正确答案的问题的百分比，因为答案是从一小组假设答案中选择的。

对于范围预测任务，我们需要将预测的答案与正确答案进行比较。通常，我们使用Rajpurkar等人（2016）提出的两种评估指标，即精确匹配和部分得分：


	精准匹配（Exact match，EM）如果预测的答案等于正确答案，则精确匹配（EM）将分配满分1.0分，否则将分配满分0.0分。


	F1得分（F1 score）计算预测答案和正确答案之间的平均单词重叠。预测答案和正确答案被看作一堆token，所以token-level的F1得分计算如下：

​				F1 = 2×Precision×Recall/（Precision+Recall）





Rajpurkar等人（2016）（提出评估指标之后）之后，在评估中所有标点符号都被忽略，对于英语文章，a， an，以及the也被忽略。

为了使评估更可靠，收集每个问题的多个正确答案也很常见。因此，精确的匹配分数只需要匹配任何一个正确答案，而F1分数是计算所有正确答案的最大值，然后对所有问题求平均值。

最后，对于自由形式的回答阅读理解任务，目前还没有最理想的评价标准。一种常见的方法是使用在自然语言生成（NLG）任务中使用的标准评估指标，如机器翻译或摘要，包括BLEU （Papineni et al.， 2002）、Meteor （Banerjee和Lavie， 2005）和ROUGE （Lin， 2004）。






2.3 Reading Comprehension vs. Question Answering

阅读理解与问答有着密切的关系。我们可以把阅读理解看作是问答的一个实例，因为它很本质上是基于一篇短文的问答问题。然而，尽管阅读理解和一般的问答问题在问题的形成、方法和评价上有许多共同的特点，但我们认为它们最终目标强调了不同的东西：


	问答的最终目标是建立一个能够自动回答人类提出的问题计算机系统，系统可以依赖任何资源。这些资源可以是结构化的知识库、非结构化的文本集合（百科全书、词典、新闻专线文章和一般Web文档）、半结构化的表，甚至是其他模式。为了提高QA系统的性能，人们在（1）如何搜索和识别相关资源，（2）如何集成来自不同信息片段的答案，甚至（3）研究人类在现实世界中通常会问哪些类型的问题上进行了大量的工作。


	然而，阅读理解（reading comprehension）强调的是文本理解（text understanding）和一些被认为是衡量语言理解程度的尖锐问题。因此，要回答这个问题，需要对给定的段落有深刻的理解。由于这一关键的区别，这一领域的早期作品大多集中在虚构的故事（Lehnert， 1977）（后来扩展到Wikipedia或Web文档），所以所有回答理解问题的信息都来自文章本身，而不是任何世界知识。这些问题也是专门为测试文本理解的不同方面而设计的。这种区别类似于人们通常在搜索引擎上问的问题与在人类阅读理解测试中通常会提出的问题。




类似地，早期的工作（Mitchell et al.，2009）使用术语微观阅读（micro-reading）和宏观阅读（macro-reading）来区分这两种情况。微阅读侧重于阅读单个文本文档，旨在提取该文档的完整信息内容（类似于我们的阅读理解设定），而宏观阅读则采用大文本集合（如Web）作为输入，提取文本中表达的事实而形成一个很大的集合，而不需要提取每一个事实。尽管宏观阅读则需要考察语言理解的更深层次，但是宏观阅读可以通过分析文本中事实的简单措辞，有效地利用跨文档的信息冗余。

本文主要研究阅读理解。在第五章，我们将回到更一般的问题回答，讨论其相关工作，并证明阅读理解也可以帮助建立问题回答系统。




2.4 Datasets and Models

从2.1.3节可以看出，近年来阅读理解的成功主要是由两个关键部分驱动的：大型阅读理解数据集和端到端神经阅读理解模型。他们共同努力推进这一领域的发展，并推动建立更好阅读理解系统的边界：

一方面，大规模阅读理解数据集的创建使得训练神经模型成为可能，同时也展示了它们相对于符号NLP系统的竞争力。这些数据集的可用性进一步吸引了我们研究社区的大量关注，并激发了一系列建模创新。受益于所有这些努力，已经取得了巨大的进展。

另一方面，了解现有模型的性能有助于进一步认识现有数据集的局限性。这促使我们寻求更好的方法来构建更具挑战性的数据集，以实现文本的机器压缩的最终目标。

[image: ../_images/F2.2.png]Figure 2.2: The recent development of datasets (black) and models (blue) in neural read-
ing comprehension. For the timeline, we use the date that the corresponding papers were
published, except BERT (Devlin et al., 2018).

图2.2：最近神经阅读理解领域的数据集（黑色）和模型（蓝色）的发展。对于时间轴，除了BERT （Devlin et al.， 2018），我们使用了相应论文发表的日期。

图2.2显示了2016年以来关键数据集和模型的最新开发时间轴。正如所看到的，尽管只有三年的时间，这个领域已经取得了惊人的进展。在建立更好的数据集和更有效的模型方面的创新交替出现，并对该领域的发展作出了贡献。在未来，我们认为继续发展这两个部分都同样重要。

在下一章中，我们将主要关注建模方面，并会使用我们前面描述的两个表示数据集：CNN/DAILY MAIL和SQUAD。在第4章，我们将讨论更多关于数据集和模型的进展和未来的工作。







          

      

      

    

  

    
      
          
            
  
Chapter 3 Neural Reading Comprehension Models

在本章中，我们将介绍神经网络模型的本质：从基本构建模块，到最近的进展。

在深入研究神经模型的细节之前，我们在3.1节简要介绍了用于阅读理解的基于特征的非神经模型。特别地，我们描述了我们在Chen et al.（2016）中构建的一个模型。我们希望这能让读者更好地理解这两种方法的本质区别。

在3.2节中，我们提出了一种用于阅读理解的神经方法，称为THE STANFORD ATTENTIVE READER，这在Chen et al.（2016）中针对完形填空式阅读理解任务被首次提出，之后又将其应用于SQUAD的范围预测问题（Chen et al.，2017）。我们首先简要回顾了现代神经NLP模型的基本构建模块，然后描述了我们的模型是如何建立在这些模块之上的。最后，我们将其扩展到其他类型的阅读理解问题。

接下来，我们将在CNN/DAILY MAIL和SQUAD数据集中展示我们模型的实证结果，并在3.3节中提供更多的实现细节。我们进一步仔细地分析了错误，以帮助我们更好地理解：1）哪些组件对最终性能最重要；2）在经验上，神经模型优于非神经特征模型。

最后，我们在第3.4节中总结了神经阅读理解的最新进展。


3.1 Previous Approaches：Feature-based Models

我们首先描述了在Chen et al.（2016）这篇论文中针对完形填空风格问题构建的一个强大的基于特征的模型，主要是针对CNN/DAILY MAIL数据集（Hermann等人，2015）。然后，我们将讨论为多项选择和范围预测问题建立的类似模型。

对于完形填空式问题，任务表述为预测正确的实体a∈E，该实体a∈E可以根据阅读短文p来填补问题q的空白（表2.1中有一个例子），其中E表示候选实体集。传统的线性、基于特征的分类器通常需要为每个候选实体e∈$$\epsilon$$构造一个特征向量fp，q（e）∈Rd，并学习一个权向量w∈Rd，使得正确答案a的排名要高于所有其他候选实体：

$$w􏰇^Tf_{p,q}(a) > w􏰇^Tf_{p,q}(e), ∀e ∈ \epsilon \ {a},$$

【译者注：变成了一个排序问题。我猜测在深度学习那边，思路是一致的，只是在特征构造的时候不一样，我们之后验证一下】

在为每个实体e构造好所有特征向量后，我们就可以应用任何流行的机器学习算法（如logistic回归或SVM）。在Chen等人（2016）中，我们选择使用LAMBDAMART （Wu等人，2010），因为它是一个自然的排序问题，而近来应用boost的决策树森林非常成功。

剩下的关键问题是我们如何从文章p，问题q和每个实体e中构建有用的特征向量？表3.1列出了我们为CNN/DAILY MAIL任务提出的8组特性。如表所示，这些特征被很好地设计并描述了实体的信息（例如，频率、位置以及它是否是一个问题/短文词），以及它们如何与短文/短文对齐（例如，共现、距离、线性和句法匹配）。一些特性（#6和#8）还依赖于语言工具，比如依赖关系解析和词性标记（决定一个单词是否是动词）。一般来说，对于非神经模型，如何构造一组有用的特征始终是一个挑战。有用的特征必须是有意义的，并且能够很好地适应特定的任务，同时又不能过于稀疏而不能很好地从训练集中概括出来。我们在之前的2.1.2节中已经讨论过，这在大多数基于特征的模型中是一个常见的问题。此外，使用现成的语言工具使模型更加昂贵，它们的最终性能取决于这些（语言工具的）注释的准确性。【译者：同时也添加了潜在的噪声。】

[image: ../_images/T3.1.png]Table 3.1: Features used in our entity-centric classifier in Chen et al. (2016).

Table 3.1

Rajpurkar等人（2016）和Joshi等人（2017）也尝试分别为SQUAD和TRIVIAQA数据集构建基于特征的模型。除了范围预测任务，这些模型在本质上与我们的相似，他们需要首先确定一组可能的答案。对于SQUAD， Rajpurkar et al.（2016）将Stanford CoreNLP（Manning et al.， 2014）生成的parses中的所有成分作为候选答案；而对于TRIVIAQA， Joshi et al.（2017）考虑所有出现在句子中的n-gram（1≤n≤5），其中至少包含一个与问题相同的单词。他们还试图从选民分析中添加更多的词汇化特性和标签。对MCTEST数据集的多项选择问题也进行了其他尝试，如（Wang et al.， 2015），并使用了丰富的特性集，包括语义框架、单词嵌入和指代消解。

我们将展示这些基于特征的分类器的经验结果，并在3.3节与神经模型进行比较。




3.2 A Neural Approach： The Stanford Attentive Reader


3.2.1 Preliminaries

下面，我们将概述构成现代神经NLP模型基础的最少要素和关键思想。更多细节，请参考（Cho， 2015； Goldberg， 2017）。

Word embeddings 【在cs224n的课程中，第一时间讲的就是这个方面，可以参考我在这门课的笔记：https://github.com/DukeEnglish/cs224n_learning_note】

第一个关键思想是将单词表示为低维（例如，300）真实值向量。在前深度学习时代，常见的是，把单词用一个词汇表中的索引来代表，这是一个使用一个one-hot向量符号变体：每个单词都被表示为一个高维、稀疏向量，只有代表这个单词的地方是1，其他地方都是0：

$$V_{car}=[0, 0, … 0, 0, 1, 0, … 0]^T$$

$$V_{vehicle}=[0, 1, … 0, 0, 0, 0, … 0]^T$$

这些稀疏向量最大的问题是它们在单词之间没有任何语义相似性，即，对于任意一对不同的单词a， b， cos（v_a， v_b） = 0。低维单词嵌入有效地解决了这一问题，相似的单词可以在几何空间中编码为相似的向量：cos（v_car， v_vechicle） < cos（v_car， v_man）。【使用cos的值来反映两个向量的相似度】

这些单词嵌入可以有效地从大型无标记文本语料库中学习，这是基于单词出现在相似的上下文中往往具有相似的含义这一假设（也称为分布假设）。的确，从文本中学习单词嵌入有悠久的历史，最近的scalable算法和发布的预先训练的单词嵌入集，如WORD2VEC （Mikolov et al.， 2013）、GLOVE （Pennington et al.， 2014）和FASTTEXT （Bojanowski et al.， 2017），最终使从文本中学习单词嵌入得到了普及。它们已成为现代NLP系统的中流砥柱。

Recurrent neural networks

第二个重要的思想是使用递归神经网络（RNNs）对自然语言处理中的时态或段落进行建模。递归神经网络是一类适合处理变长序列的神经网络。更具体地说，它们递归地对序列x1……xn应用一个参数化函数：

$$h_t=f(h_{t-1},x_t; \theta)$$

对于NLP应用程序，我们将句子或段落表示为单词序列，其中每个单词都转换为向量（通常通过预先训练的单词嵌入）：x = x1，x2，…，xn∈R^d和h_t∈R^h可以对x1：t的上下文信息进行建模。

Vanilla的RNNs采用下列的形式：

$$h_t=tanh(W^{hh}h_{t-1}+W^{hx}x_t+b)$$

其中Whh∈Rh×h，Whx∈Rh×d， b∈Rh为待学习参数。为了简化优化，提出了许多RNNs的变体。其中，长短时记忆网络（LSTMs） （Hochreiter and Schmidhuber， 1997）和门控循环单元（GRUs） （Cho et al.， 2014）是常用的一种。可以说，LSTM仍然是当今NLP应用中最有竞争力的RNN变体，也是我们将描述的神经模型的默认选择。在数学上，LSTMs可以表示为：

【公式…写论文好辛苦，我就不重新敲lstm的公式了，如果对lstm有问题的话，欢迎查看网络博客：】[image: ../_images/g3.1.png]image-20190704070606369

其中所有的W和b都是待学习参数。

最后，RNN中一个有用的东西是bidirectional RNN：想法很简单：对于一个句子或者一个段落来说：x=x1,….xn，一个前向RNN从左到右学习，另一个反过来学习。

[image: ../_images/g3.2.png]image-20190704070906479

最后，我们定义h_t是将公式中的两个h做拼接得到的结果。这些表示可以有效编码左边和右边的上下文，并且适用于多种NLP任务的通用可训练特征提取组件。

Attention mechanism

第三个重要的组件是attention机制。这个机制首次在sequence-to-sequence模型（Sutskever et al., 2014）中被提出为神经机器翻译提出（Bahdanau et al., 2015; Luong et al., 2015）并且之后被延伸应用到别的NLP任务中。

关键的想法是，如果我们想要预测一句话的情感（sentiment），或者从一种语言的一句话翻译到另外一种语言，我们通常使用recurrent neural networks来对一句话做编码（encode）：h1, h2, …hn并且使用最后一个time step的hn来预测最后的情感标签或者是目标语言的第一个word：

$$P(Y = y) = exp(W_yh_n) / \sum_{y’}exp(W_{y’}h_n)$$

这要求模型可以压缩一句话的所有信息到一个固定长度的向量中，这会导致在提升性能上的信息瓶颈。注意力机制(attention)就是设计来解决这个问题的：与其将所有的信息都压缩在最后一个隐藏向量中，我们监督每一个time step，并且自适应地选择这些向量的子集：

$$\alpha_i= exp(g(h_i, w; \Theta_g)) / \sum_{i’=1}^n exp(g(h_{i’}, w; \Theta_g))$$

$$c= \sum_{i=1}^n \alpha_ih_i$$

这里的w可以是在训练过程中针对任务学习出来的向量，或者当作机器翻译中现在的目标隐藏状态，g是一个可以以多种不同方式选择的参数，比如说点乘，bilinear product或者是MLP的一个隐藏层：

$$g_{dot}(h_i, w) = h_i^Tw$$

$$g_{bilinear}(h_i, w) = h_i^TWw$$

$$g_{MLP}(h_i, w) = v^Ttanh(W^hh_i + W^ww)$$

简单来说，注意力机制对每一个$h_i$ 计算一个相似度分数，之后使用一个softmax方程来为每一个time step返回一个离散概率分布。因此$\alpha$本质上捕获的句子的哪些部分确实是相关，而c聚合了所有time step的信息，可用于最终的预测。我们不会在这里讨论更多细节，感兴趣的读者可以参考Bahdanau等人(2015);Luong等(2015)。

注意力机制已经被证明在大量的应用是有广泛的影响力，并且成为神经NLP模型的一个组成部分。最近，Parikn等人（2016）和Vaswani等人（2017）推测注意力机制并不一定非要和RNN一起使用，并且可以单纯得基于word embeddings和前向神经网络建立，同时提供最小的序列信息。这类方法通常需要更少的参数，并且更加容易并行和规模变化。特别的，Vaswani等人在2017年的论文中提出的transformer已经变成了最近的趋势，我们会在Section3.4.3中讨论它。

[image: ../_images/F3.1.png]Figure 3.1: A full model of STANFORD ATTENTIVE READER. Image courtesy:Let’s consider the algorithm in detail, following closely the description in Chen https://web.stanford.edu/ jurafsky/slp3/23.pdf.




3.2.2 The Model

目前，我们已经具备了所有的构建模块。我们如何利用他们为阅读理解建立有效的神经模型呢？关键成分是什么？接下来我们会介绍我们的模型：STANFORD ATTENTIVE READER。我们的模型受到Hermann et al.（2015）中描述的ATTENTIVE READER以及其他同一时期工作的启发，并且满怀着让模型简单高效的目标。我们首先描述了模型解决范围预测问题的全形式（我们在Chen et al（2017）中预测了），之后我们讨论了其他的变种。

让我们首先回顾一下基于范围的预测阅读理解问题的设定：给定一个passage p，由l_p个tokens(p1,p2,…pl_p)组成，以及一个问题q，有l_q个token(q1, q2, …ql_q)组成，目标是预测一个范围（a_start, a_end），其中1<=a_start<=a_end<=l_p，所以对应的字符串：p_{a_start}, p_{a_start+1}, … , p_{a_end}就是问题的答案。

整个模型如图3.1所示。纵观整个模型，模型首先为问题构建一个向量表示，并为文章中的每个token构建一个向量来表示。然后计算上下文中问题及其短文词之间的相似度函数，然后使用问题-短文相似度评分来决定答案跨度的起始和结束位置。该模型建立在文章和问题中每个单词的低维、预先训练的单词嵌入的基础上（可以选择使用语言学标注）。对文章/问题编码的所有参数和相似度函数进行联合优化，实现最终的答案预测。让我们进一步了解每个组件的细节：

Question encoding

问题编码相对简单：我们首先将问题中的每个单词qi映射到它相应的embedding上，之后我们在他们上面应用一个Bi-LSTM模型，最后获得

$$q_1 ,q_2 ,…,q_{l_q} = BiLSTM(E(q_1 ),E(q_2 ),…,E(q_{l_q} );Θ^{(q)}) ∈ R^h$$（3.18）

之后我们通过attention层聚合这些隐藏单元到一个向量中。

$$b_j= exp(w^{qT}q_j) / \sum_{j} exp(w^{qT}q_{j’})$$ （3.19）

$$q= \sum_{j}^n b_jq_i$$ （3.20）

bj衡量question中的每一个单词的重要性，而$w^q∈ R^h$ 是一个要学习的权重向量。因此，$q∈ R^h$ 是最终的问题的向量表示。事实上，将双向LSTMs最后的隐层向量拼接来代表q既简单又常见。然而，基于经验，我们发现添加attention层是有帮助的，因为它对更相关的问题中的单词添加了更多的权重。

Passage encoding

篇章编码类似，因此我们也是先为文章中的每个单词形成一个输入表示，然后将他们通过另一个Bi-LSTM：

$$p_1 ,p_2 ,…,p_{l_p} = BiLSTM􏰂p_1 ̃ ,p_2 ̃ ,…,p_{l_p} ̃ ;Θ(p)􏰃 ∈ Rh$$

输入表示p可以被分成两个类别：一个是编码每个单词本身的属性，另一个编码它和问题的相关属性。

对第一类，除了word embedding外，我们也添加了一些手动特征来反映一个单词在上下文中的属性，包括POS、NER和它normalized之后的TF：f = （POS，NER，TF）。对于POS和NER的标签，我们运行现成的工具，并将其转换为一个one-hot表示，因为标签集很小。TF特征是一个真实的数字，衡量了单词在文章中出现的次数除以总单词数量。

对于第二个类型，我们考虑了两种表示：


	Exact match： $f_{exact_match}(p_i) = I(p_i ∈ q) ∈ R$事实上，我们使用了三个简单的二进制特征，表明p是否与一个问题中的单词q精确匹配，不管是原始形式，小写或者是词根。


	**Aligned question embeddings：**exact match特征在问题单词和篇章单词中编码了硬指向指向问题嵌入目标是编码一个在词嵌入空间中指向的软标记，所以相似的单词，例如：car和vehicle，也可以被指向。具体地，我们用：




$$f_{align}(p_i) = \sum_j a_{ij}E(q_j)$$【3.22】

ai,j是注意力权重，它捕捉了pi和每一个问题单词qj的相似性以及$E(q_j)∈ R^d$ 是问题中的每一个单词的word embedding。aij通过word embeddings的非线性映射之间的点乘（dot）计算得到：

$$a_{i,j} = exp(MLP(E(p_i))^T MLP(E(q_j))) / \sum_{j^i}exp(MLP(E(p_i))^T MLP(E(q_{j’})))$$

$MLP(x)=max(0, W_{MLP}x + b_{MLP})$ 是一个单一稠密层，带有ReLU的非线性变化，其中WMLP ∈ Rd×d and bMLP ∈ Rd.

最后，我们简单的拼接四个组件，并形成输入表示。

$$ p ̃i = (femb(pi), ftoken(pi), fexact match(pi), falign(pi)) ∈ Rd ̃$$

Answer prediction

我们有了篇章p1，2，，，p的表示，以及问题q和目标来预测更像是正确答案的范围。我们应用了attention机制的想法，并且分别训练了两个分类起，一个用来预测范围的开始位置，另一个用来预测结束为止。更准确地说，我们用了一个双线性乘积来捕捉两者之间的相似性（p和q）

[image: ../_images/g3.3.png]image-20190727212823679

Training and inference

最后的训练目标方程是最小化交叉墒损失：

[image: ../_images/g3.4.png]image-20190727212858363

[image: ../_images/g3.5.png]image-20190727212913604




3.2.3 Extensions

在接下来的内容中，我们将为其他类型的阅读理解问题提供一些STANFORD READER的变体。所有这些模型都遵循上述的篇章编码和问题编码过程，因此我们有p1、p2、……， plp∈Rh， q∈Rh。我们只讨论了答案预测部分和训练目标。

Cloze style。类似的，我们可以用问题对文章中所有单词的双线性乘积来计算注意力函数，然后计算一个输出向量o，它对所有段落表示形式进行加权和：

[image: ../_images/g3.6.png]image-20190727213311325

Multiple choice。在这个设定中，k个假设的答案被给定，我们可以通过应用第三个BiLSTM（类似于我们的问题编码步骤）将它们编码到一个向量ai中。然后我们可以计算输出向量o（如式3.29所示），并通过另一个相似度函数，使用双线性乘积将其与每个假设的答案向量ai进行比较：

$$P(Y = i | p, q) = exp(a_iW^(a)o) / \sum_{i’}exp(a_{i’}W^(a)o)$$ (3.31)

交叉墒损失也会被用来做训练。这个模型已经在RACE数据集上做了研究（Lai et al.（2017））

Free-form answer。对于这类问题，答案不局限于文章中的一个实体或一个范围，可以取任何单词序列，最常见的解决方案是将LSTM序列解码器合并到当前框架中。更详细地，假设答案字符串是a = （a1， a2，…ala）和一个特殊的“end-of-sequence” token⟨eos⟩添加到每个答案。我们可以再次计算输出向量o，如式3.29所示。解码器每次生成一个单词，因此条件概率可以分解为：

[image: ../_images/g3.7.png]image-20190727213635218

这类模型已经在MS MARCO （Nguyen et al.， 2016）和NARRATIVEQA （Kocˇisky et al .， 2018）数据集上面研究过了。然而，由于自由形式的答题阅读理解问题更加复杂，也更难评估，我们认为这些方法与其他类型的问题相比还没有得到充分的探索。最后，我们认为提出了一种用于总结任务（summarization tasks）的copy mechanism（复制机制）（Gu et al.，2016；See et al. 2017）它允许解码器选择从源文本中复制一个单词，或者从词汇表中生成一个单词，这对于阅读理解任务也非常有用，因为答案单词仍然可能出现在段落或问题中。我们将在第6.3节中讨论一个具有复制机制的模型。






3.3 Experiments


3.3.1 Datasets

我们在CNN/DAILY MAIL （Hermann et al.， 2015）和SQUAD （Raj- purkar et al.， 2016）上评估了我们的模型。我们在之前的2.1.3节中已经描述过数据集的构建方式以及它们在神经阅读理解发展中的重要性。现在我们简要回顾一下这些数据集和统计数据。


	CNN /DAILYMAIL 是使用CNN和Daily Mail里面的文章及其要点摘要进行构建的。一个要点被转换成一个问题，一个实体被一个占位符替换，答案就是这个实体。文本已经通过谷歌NLP pipeline运行。Tokenized，小写化以及命名实体识别和指代消歧已经被运行过了。对于每个包含至少一个命名实体的coreference链，链中的所有项都用@entityn标记替换，以表示不同的索引n（Table 2.1 （a））。平均而言，CNN和DAILY MAIL在文章中都包含了26.2个不同的实体。训练、开发和测试示例是从不同时期的新闻文章中收集的。评估使用准确度（预测正确实体的实例的百分比）这个指标。

[image: ../_images/T3.2.png]Table 3.2: Data statistics of CNN/DAILY MAIL and SQUAD. The average numbers of
tokens are computed based on the training set.



	SQUAD数据集是根据维基百科上的文章收集的。抽取了536篇高质量的维基百科文章作为样本，众包工人根据每一段创建问题（删除长度小于500个字符的段落），并且要求答案必须在每一段中突出显示（表2.1 （c））。训练/开发/测试数据的由文章随机划分获得（80% vs. 10% vs. 10%）。为了评估人类的表现并使评估更可靠，他们为每个问题收集了一些额外的答案（开发集中的每个问题平均有3.3个答案）。如2.2.2节所述，我们使用精确匹配和宏观平均F1分数进行评估。请注意，SQUAD 2.0 （Rajpurkar et al.， 2018）是最近提出的，它在原始数据集中添加了53，775个无法回答的问题，我们将在第4.2节中讨论它。在本论文的大部分内容中，除非另有说明，否则“SQUAD”指的是“SQUAD1.1”。




表3.2给出了更详细的数据集统计。如图所示，由于数据集的构造方式，CNN/DAILY MAIL的数据集比SQUAD大得多（几乎大一个数量级）。CNN/DAILY MAIL中使用的段落也要长得多，CNN和DAILY MAIL分别是761.8和813.1token，而SQUAD是134.4token。最后，SQUAD的答案平均只有3.1个令牌，这反映了小队的问题大部分都是陈述型，大部分的答案都是常见的名词或命名实体。




3.3.2 Implementation Details

除了不同体系结构的模型设计，实现细节对这些神经阅读理解系统的最终性能也起着至关重要的作用。在接下来的文章中，我们将重点介绍一些我们还没有涉及到的重要方面，最后给出我们在这两个数据集中使用的模型规范。

Stacked BiLSTMs。一个简单的方法是增加用于问题和篇章编码的双向LSTMs的深度。它计算ht = [ht；ht]∈R2h，然后将ht作为下一层的输入xt，传递给另一层BiLSTM，以此类推。结果表明，堆叠的BiLSTM比单层的BiLSTM效果好。在SQUAD实验中，我们使用了3层。

Dropout。在神经网络正则化中，Dropout是一种有效且应用广泛的方法。简单地说，dropout是指在训练过程中随机屏蔽掉一些单元。对于我们的模型，可以将dropout添加到每个LSTM层的嵌入、输入向量和隐藏向量中。最后，dropout的变种方法 （Gal和Ghahramani， 2016）已经被证明在RNNs规范化方面比标准dropout更好。这个想法是应用相同的dropout掩盖在每一个时间步骤的输入，输出和重复层，例如，在每一个time step中会drop相同的单位。我们建议读者在实践中使用这种变体。

Handling word embedding。常用处理字嵌入的方法之一（也是我们的默认选择）是在训练集中保持最常见的K（如K = 500、000年）种word并将所有其他word映射到一个⟨unk⟩令牌，然后使用pre-trained字嵌入的初始化K个word。通常，当训练集足够大时，我们对所有单词embeddings进行微调；当训练集相对较小时（例如，SQUAD），我们通常将所有嵌入的单词都固定为静态特性。在Chen等人（2017）的研究中，我们发现对最常见的疑问词进行微调是有帮助的，因为这些关键词的表征，如what， how， which可能对阅读理解至关重要系统。（Dhingra et al.， 2017a）等研究表明，对预训练的词嵌入和对集合外单词的应对方式会对阅读理解任务的性能有很大的影响。

Model specifications。对于所有需要语言学标注的实验（lemma，part-of-speech tags，named entity tags， dependency parses），我们使用Stanford CoreNLP toolkit （Manning et al.， 2014）进行预处理。为了训练所有的神经模型，我们按照它的篇章长度对所有的示例进行排序，并为每次（weights的）update随机抽取大小为32的小批样本。

对于CNN/DAILY MAIL的结果，我们使用在Wikipedia和Gi- gaword上训练过的小写的、100维的预训练好的GLOVE 词嵌入 （Pennington et al.， 2014）进行初始化。Attention和输出（层）的参数使用均匀分布初始化，LSTM权值由高斯分布N（0，0.1）初始化。我们使用一个隐藏大小为h = 128的1层BiLSTM用于CNN， h = 256用于DAILY MAIL。采用vanilla stochastic gradient descent （SGD）进行优化，固定学习率为0.1。当梯度范数超过10时，我们还将概率为0.2的dropout应用于嵌入层和梯度裁剪。

对于SQUAD的结果，我们使用隐藏单元h = 128的的3层BiLSTMs对段落和问题进行编码。我们使用ADAMAX进行优化，如（Kingma和Ba， 2014）所述。约0.3的Dropout应用于word嵌入和LSTMs的所有隐藏单元。我们使用从840B Web抓取数据中训练的300维GLOVE词嵌入进行初始化，只微调了1000个最常见的问题词。

其他的实现细节可以在以下的两个github的仓库中找到：


	https：//github.com/danqi/rc-cnn-dailymail for our experiments in Chen et al. （2016）.


	https：//github.com/facebookresearch/DrQAforourexperimentsinChenetal.（2017）.




我们也想提醒读者，我们的实验结果发表在了2016年和2017年的两篇论文中，并且在很多地方有所不同。一个关键的区别是，我们在CNN /英国《每日邮报》的结果不包括手动特征 f token（π），精确匹配特性fexact匹配（pi），对齐问题嵌入falign （pi）和p̃，仅仅需要词嵌入E （pi）。另一个不同之处在于，我们之前没有涉及编码问题的attention层，而只是在两个方向上连接LSTMs的最后一个隐藏向量。我们相信这些补充在CNN/DAILY MAIL和其他完形填空任务中也很有用，但我们没有进一步研究。

[image: ../_images/T3.3.png]Table 3.3: Accuracy of all models on the CNN and DAILY MAIL datasets. Results marked
† are from Hermann et al. (2015) and results marked ‡ are from Hill et al. (2016). The
numbers marked with ∗ indicate that the results are from ensemble models.




3.3.3 Experimental Results


3.3.3.1 Results on CNN/DAILY MAIL

表3.3给出了我们在Chen et al.（2016）中报告的结果。我们用不同的随机种子分别运行我们的神经模型5次，并报告了每次运行的平均性能。我们还报告了综合结果，平均了5个模型的预测概率。我们还展示了我们在3.1节中描述的基于特征的分类器的结果。

Baselines。我们是最早研究这第一个大规模阅读理解数据集的小组之一。当时，Hermann et al.（2015）和Hill et al.（2016）为这项任务提出了一些基线，包括符号方法和神经模型。基线包括：


	Hermann et al.（2015）中的框架语义模型，他们运行一个最先进的语义解析器，从问题和文章中提取表示为（e1， V， e2）的实体谓词三元组，并尝试使用一些启发式规则匹配正确的实体。


	赫尔曼等人（2015）的单词距离模型，其中他们将问题的位置持有者与每个可能的实体对齐，并计算问题与对齐实体周围的通道之间的距离度量。


	几个基于lstm的神经模型（Hermann等人）（2015），分别命名为deep LSTM READER、attention READER和READER。深层LSTM阅读器使用深层LSTM（无注意机制）将问题和文章作为一个序列进行处理，并在最后进行预测。ATTENTIVE READER与我们的模型在本质上是相似的，因为它计算了问题向量与所有文章向量之间的注意函数是-；而IMPATIENT READER则为所有的问题词计算一个注意力函数，并在模型读取每个问题词时递归地积累信息。


	Hill等人（2016）提出的（WINDOW-BASED MEMORY NETWORKS）基于windows的内存网络是基于内存网络架构的（Weston等人，2015）。我们认为这个模型也与我们类似，最大的不同是他们的编码通道方式：他们只使用5-word上下文窗口在评估候选实体和它们使用位置编码上下文embedding。如果一个窗口包含5个单词x1，x2，…，然后将其编码为Ei（xi），得到5个独立的嵌入矩阵进行学习。它们以类似的方式编码围绕占位符的5个单词的窗口，并且忽略问题文本中的所有其他单词。此外，他们只是使用点积来计算问题和上下文嵌入之间的“相关性”。




如表3.3所示，我们的基于特征的分类器在CNN测试集上的准确率为67.9%，在DAILY MAIL测试集上的准确率为68.3%，显著优于Hermann et al.（2015）所报道的任何符号方法。我们认为它们的框架语义模型不适合这些任务，因为解析器的覆盖率很低，并且不能代表一个简单的NLP系统可以实现什么。事实上，框架语义模型甚至明显低于单词距离模型。令我们惊讶的是，我们的基于特征的分类器甚至比Hermann et al.（2015）和Hill et al.（2016）中所有的神经网络系统都表现得更好。此外，我们的单模型神经网络大大超过了之前的结果（超过5%），将最先进的精度分别提高到72.7%和76.0%。5个模型的组合始终带来进一步的2-4%的收益。




3.3.3.2 Results on SQUAD

表3.4给出了我们对开发和测试集的评估结果。自创建以来，SQUAD一直是一个非常有竞争力的基准，我们只列出了一些代表性的模式和单模式的表现。众所周知，集成模型可以进一步提高性能的几个点。我们还包括了逻辑回归基线的结果。（Rajpurkar et al.， 2016）。

我们的系统可以在测试集上达到70.0%的精确匹配和79.0%的F1成绩，超过了所有已发表的结果，并且与我们的论文中SQUAD排行榜上最好的性能相匹配 （Chen et al.， 2017）。此外，我们认为我们的模型在概念上比大多数现有系统更简单。与logistic回归基线F1 = 51.0相比，该模型已经接近30%的绝对改进，对于神经模型来说是一个巨大的胜利。

[image: ../_images/babafede5a137d20c2a29ffa6ceb706b190f410e.jpg]Table 3.4: Evaluation results on the SQUAD dataset(single model only). The results below "our model" were released after we finished the paper in Feb 2017. We only list representative models and report the results from the published papers. For a fair comparison, we didn't include the results which use other training resouces (e.g. TriviaQA) or data augmentation techniques, except pre-trained language models, but we will discuss them in Secion 3.4

此后，SQUAD受到了极大的关注，在这个数据集上取得了很大的进步，如表3.4所示。最近的进展包括用于初始化的预训练语言模型、更细粒度的注意机制、数据增强技术技巧，甚至更好的训练目标。我们将在第3.4节中讨论它们。




3.3.3.3 Ablation studies

[image: ../_images/dfc1a7a361642f7162d3a22ebf2b0374d89bad9c.jpg]image-20190727214642871

Chen等（2017）对通道表征成分进行消融分析。如表3.5所示，所有组件都对最终系统的性能有贡献。我们发现，没有对齐的问题嵌入（只有word嵌入和一些手动特性），我们的系统仍然能够实现F1超过77%。精确匹配特征的有效性还表明，该数据集上的文章和问题之间存在大量的单词重叠。更有趣的是，如果我们同时去掉伪匹配和非精确匹配，性能会显著下降，因此我们得出结论，这两个特征在特征表示方面发挥着相似但互补的作用，比如问句和短文词之间的硬对齐和软对齐。






3.3.4 Analysis： What Have the Models Learned？

在Chen et al.（2016）中，我们试图更好地理解这些模型实际学到了什么，以及解决这些问题需要多大的语言理解深度。我们通过对CNN数据集开发集中的100个随机抽样示例进行仔细的手工分析来实现这一点。

我们大致将其分为以下几类（如果一个例子满足一个以上的类别，我们将其分为前面的类别）：

Exact match 占位符周围最近的单词也可以在围绕实体标记的段落中找到；答案不言自明。

Sentence-level paraphrasing 问题在篇章中作为一句话的结尾或者是一句话的转述，所以答案一定可以从那句话中找出来

Partial clue 在许多情况下，即使我们不能在问题文本和一些句子之间找到一个完全的语义匹配，我们仍然能够通过部分线索来推断答案，比如一些单词/概念重叠。

Multiple sentences 多句话必须被处理才能推测正确答案

Coreference errors 数据集中不可避免地存在许多指代错误。这一类别包括对出现在问题中的答案实体或关键实体具有关键共参考错误的示例。基本上，我们把这个类别视为“不可回答的”。

Ambiguous or hard 这个类别包括那些我们认为人类肯定不能获取正确答案的例子
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表3.6给出了每个类别的百分比估计值，图3.2给出了每个类别的一个代表性示例。我们观察到改写（paraphrasing）占41%的例子和19%的例子属于partial clue（部分线索）类别。加上最简单的Exact match精确匹配类别，我们假设大部分示例（这个子集中73%）能够通过识别最相关的（单个）句子并根据它推断出答案。此外，只有两个例子需要多个句子进行推理。这比我们预期的要低，这表明数据集需要的推理比之前认为的要少。令我们惊讶的是，根据我们的手工分析，“共参错误”和“模糊/困难”的情况占这个样本集的25%，这对于准确率远远高于75%的训练模型来说肯定是一个障碍（当然，模型有时可能会做出幸运的猜测）。事实上，我们的集成神经网络模型在开发集上已经能够达到76.5%，我们认为在这个数据集上进一步改进的前景是很小的。

在上述分类的基础上，我们进一步研究神经网络和基于特征的分类器的分类性能。如图3.3所示，我们得到以下观察结果：（i）精确匹配的情况非常简单，两个系统的tems都得到100%的正确。（ii）对于模糊/硬连接和实体连接错误的情况，符合我们的预期，这两个系统的性能都很差。（三）两种系统主要不同之处在于释义的情况，以及部分“部分线索”的情况。这清楚地显示了神经网络能够更好地学习语义匹配，包括释义或两个句子之间的词汇变化。（4）我们认为神经网络模型在所有的单句和明确的情况下都已经达到了近乎最优的性能。

[image: ../_images/17394c9c15d574bedca624cb79a033f5b9127d30.jpg]image-20190727214807415

[image: ../_images/03277b4646253bb27e0197637b30ddf9cb9dd031.jpg]image-20190727214750973

综上所述，我们发现与传统的基于特征的模型相比，神经网络在识别词汇匹配和释义方面无疑更强大；虽然目前还不清楚他们是否也搞定了需要更复杂的文本推理的例子，因为目前在这方面的数据集仍然非常有限。






3.4 Further Advances

在本节中，我们总结了神经阅读理解的最新进展。我们将它们分为以下四类：单词表示、注意机制、LSTMs的变体以及其他（如训练目标、数据扩充）。最后对其重要性进行了总结和讨论。


3.4.1 Word Representations

第一类是对疑问词和短文词的更好的单词表示，因此神经模型是建立在更好的基础上的。（译者注：原文有笔误，大意是神经模型是建立在word representations的基础上的）。从文本中学习更好的分布式单词表示或者为特定任务发现更好的词嵌入集合依然是一个活跃的研究话题。例如，Mikolov等人（2017）发现在我们的模型中将GLOVE与训练向量使用最新的FASTTEXT 向量（Bojanowski等人 2017）可以早SQUAD上面取得1个百分点的提升。不仅如此，有两个关键的想法已经被证明（非常）有用：

Character embeddings

第一个想法是使用字符级嵌入来表示单词，这对于罕见的或词汇表外的单词尤其有用。现有的研究大多采用了一种能够有效利用n-gram字符表面模式的卷积神经网络（CNN）。更具体地说，设C为字符的词汇表，每个单词类型x都可以表示为字符序列（c1，…c | x |）∀ci∈c。我们首先将C中的每个字符映射到一个dc维度的向量，所以单词x可以表示成c1，…， c |x |。

接下来，我们对宽度为w∈Rdc×w的滤波器应用卷积层，表示ci：i+j为ci，ci+1，…，ci+j的级联。因此，对于i = 1，…，|x| - w + 1，我们可以应用这个滤波器w，然后我们添加一个偏置b，应用非线性tanh如下：

$$f_i = tanh(w^Tc_{i:i+w-1} + b)$$

最后，我们可以在f1上应用一个最大池操作，f1…， f|x| - w+1，得到一个标量特征：

$$f = max_i{f_i}$$

这个特性本质上选择一个字符n-gram，其中n-gram 对应过滤器的宽度w。我们可以重复上面的过程，方法是重复d个不同的过滤器w1，…wd∗。因此，我们可以获得每个单词类型Ec（x）∈Rd的基于字符的单词表示。所有的字符嵌入，过滤器权重{w}和偏差{b}都是在训练中学习的。更多细节可以在Kim（2014）中找到。实际上，字符嵌入dc的维数通常取一个小值（例如20），宽度w通常取3 - 5，而100是d的一个典型值。

Contextualized word embeddings

另一个重要的概念是上下文的单词嵌入。与传统的单词嵌入（每个单词类型都映射到一个向量）不同，上下文化的单词嵌入将每个单词作为整个输入语句的函数分配给一个向量。这些词的嵌入可以更好地模拟单词使用的复杂特性（例如，语法和语义），以及这些用法如何在不同的语言环境中变化（例如，一词多义）。

ELMO在Peters et al.（2018）中详细介绍了一个具体的实现：它们的上下文单词嵌入是一个深层双向语言模型的内部状态的学习函数，该模型是在一个大型文本语料库上预先训练的。基本上，给定一个单词序列（x1， x2，…，它们运行l层正向LSTM，序列概率模型为：
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这些上下文的单词嵌入通常与传统的单词类型嵌入和字符嵌入一起使用。事实证明，这种在非常大的文本语料库上（例如1B词库标记（Chelba et al.， 2014））预训练的上下文词嵌入是非常有效的。Peters et al.（2018）证明，在现有的竞争模型中添加ELMo embeddings （L = 2个biLSTM图层，包含4096个单元和512个维度投影）可以直接将F1成绩从81.1提高到85.8，绝对提高4.7分。

在ELMO之前，McCann等人（2017）提出了COVE，该方法在神经机器翻译框架中学习上下文化的单词嵌入，得到的编码器可以作为单词嵌入的补充。他们也展示了4.3分的绝对进步。

最近，Radford et al。（2018）和Devlin et al。（2018）发现这些上下文词潜入不仅可以用在一个特定任务的神经结构中作为一个词表示的特征 （阅读理解模式的上下文），而且我们可以调整深层语言模型直接并进行最小修改来执行下游任务。这在我写这篇论文的时候确实是一个非常惊人的结果，我们将在第4.4.2节对此进行更多的讨论，在未来还有很多问题需要回答。此外，Devlin et al.（2018）提出了一种训练双向语言模型的聪明方法：他们在输入层随机屏蔽一些单词，而不是总是往一个方向叠加LSTMs并预测下一个单词，将双向层叠加，并在顶层预测这些被屏蔽的单词。他们发现这种训练策略在经验上非常有用。




3.4.2 Attention Mechanisms

针对神经阅读理解模型，已经提出了许多注意力机制的变种，它们的目的是在不同层次、不同粒度或分层的方式上捕捉问题和文章之间的语义相似性。在（Huang et al.， 2018b）处可以找到这个方向的典型复合例子。据我们所知，目前还没有一个结论说存在一个变种是十分突出的。我们的STANFORD ATTENTIVE READER 采用了最简单的注意力形式（图3.4是不同层的attention的概览图）。除此以外，我们认为有两个想法可以在通常意义上进一步提升这些系统的性能。
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Bidirectional attention

Seo等（2017）首次提出了双向注意力机制的概念。除了我们已经拥有的（特性），关键的区别是他们有问题到段落的注意力，这表示了着哪些段落单词与每个问题单词最相似。在实践中，这可以实现为：对于问题中的每个单词，我们可以计算出所有短文单词的注意图，类似于我们在方程3.22和3.23中所做的，但方向相反：

$$f_{q-align(q_i)} = \sum_jb_{i,j}E(p_I)$$ 公式3.39

之后，我们可以简单的将fq-align输入到问题编码器的输入层。

Seo等人（2017）的注意机制比较复杂，但我们认为是相似的。我们还认为，在这个方向上的注意力功能没有那么有用，Seo等人（2017）也证明了这一点。这是因为问题通常很短（平均10- 20个单词），使用一个LSTM进行问题编码（无需额外的注意力）通常就足够了。

Self-attention over passage

第二种观点是对段落词的自我关注，最早出现在Wang等人（2017）的文章中。直观的感觉是，文章中的单词可以与其他文章中的单词对齐，希望它可以解决相互参照的问题，并从文章中的多个地方收集（同一实体的）信息。

Wang等（2017）首先计算了这篇文章的隐藏向量：p1， p2，它们通过MLP的一个隐含层（式3.17）对p1 p2施加一个注意函数：

$$a_{i,j} = exp(g_{MLP}(p_i, p_j)) / \sum_{j’}exp(g_{MLP}(p_i, p_{j’}))$$

$$c_i = \sum_j(a_{i,j}p_j)$$

之后ci和pi被连接起来，并且输入到另一个bilstm中：$h_i^{(p)} = BiLSTM(h^{(p)}_{i-1}, [p_i, c_i])$， 并且可以被用作最终的篇章表示。




3.4.3 Alternative to LSTMs

目前我们讨论的所有模型都是基于递归神经网络（RNNs）的。众所周知，增加神经网络的深度可以提高模型的容量，并带来性能的提高（He et al.， 2016）。我们之前还讨论了3或4层的深层BiLSTM，这通常比单层BiLSTM性能更好（第3.3.2节）。然而，随着LSTM模型深度的进一步提高，我们面临着两个挑战：1）由于梯度消失问题，优化变得更加困难；2）可扩展性成为一个问题，因为随着层数的增加，训练/推理时间呈线性增长。众所周知，由于LSTMs的顺序性，它很难并行化，因此伸缩性（scale）很差。

一方面，有一些工作尝试在层与层之间添加高速连接（Srivastava et al.， 2015）或残差连接（He et al.， 2016），从而简化优化过程，能够训练更多层的LSTMs。另一方面，人们开始寻找LSTMs的替代品，在消除重复结构的同时，性能仍然类似甚至更好。

这方面最值得注意的工作是谷歌研究人员提出的TRANSFORMER模型（Vaswani et al.， 2017）。TRANSFORMER只构建在word嵌入和简单的位置编码之上，这些位置编码具有堆叠的自我关注层和位置明智的完全连接层。通过残差连接，该模型能够在多个层次上快速训练。它首先在L = 6层的机器翻译任务（每层由一个自我注意和一个完全连接的前馈网络组成）上表现出优越的性能，然后被Yu等人（2018）改编用于阅读理解。

该模型名为QANET （Yu et al.， 2018），它堆叠了多个卷积层，以自我关注和完全连接层为中心，作为问题和段落编码的构建块，以及在最终预测之前堆叠的几个层。该模型显示了当时最先进的性能（表3.4），同时显示了显著的加速。

Lei等人（2018）的另一项研究工作提出了一种轻量级的递归单元，称为简单递归单元（SIMPLE unit， SRU），它简化了LSTM公式，同时支持cuda级优化以实现高并行化。研究结果表明，简化递归模型通过层堆积保持了较强的建模能力。他们还证明了用SRU单元替换我们模型中的LSTMs可以提高F1成绩2分，同时训练和推理速度更快。




3.4.4 Others

训练目标：通过改进训练目标也有可能取得进一步进展。对于完形填空或多项选择题，通常直接使用交叉熵或最大边际损失。然而，对于跨度预测问题，Xiong等（2018）认为预测答案两个端点的交叉熵损失与最终的评价指标存在差异，这涉及到gold answer与ground truth之间的单词重叠。例如：

- passage： Some believe that the Golden State Warriors team of 2017 is one of the greatest teams in NBA history …

- question： Which team is considered to be one of the greatest teams in NBA history？

- ground truth answer： the Golden State Warriors team of 2017

范围“Worriors”也是一个正确的答案，但是从跨熵训练的角度来看，它并不比跨度“历史”更好。熊等人（2018）提出了一种混合训练目标，将位置交叉熵损失和训练后的单词重叠量与强化学习相结合。基本上，他们使用经过交叉entroy loss训练的$P^{(start)}_ {(i)}$和$P^{(end)}_ {(i)}$来采样答案的开始和结束位置，然后使用F1分数作为奖励函数。

对于阅读理解问题的自由形式回答，近年来在训练更好的SEQ2SEQ模型方面取得了许多进展，尤其是在神经ma- chine翻译环境下，如句子水平训练（Ranzato et al.， 2016）和最小风险训练（Shen et al.， 2016）。然而，我们在阅读理解问题上还没有看到很多这样的应用。

数据增加。数据增强是一种非常成功的image识别方法，但在NLP问题中研究较少。Yu等（2018）提出了一种为阅读理解模型创建更多训练数据的简单技术。技术称为backtranslation——基本上就是他们利用两个最先进的神经机器翻译模型：一个模型从英语到法语和其他模型从法语，英语，和解释文章中的每一句话贯穿两个模型（如果需要一些修改答案）。在F1值上，他们通过在SQUAD上这样做获得了2分。Devlin等（2018）也发现，SQUAD与TRIVIAQA联合训练（Joshi等，2017）可以适度提高SQUAD上的性能。【译者注，用这种方式，理论上可以共享大多数语言的数据集】




3.4.5 Summary

到目前为止，我们已经讨论了不同方面的最新进展，总而言之，这些进展有助于当前阅读理解基准（尤其是SQUAD）的最新进展。哪些组件比其他组件更重要？我们需要把这些都加起来吗？这些最新的进展是否可以推广到其他阅读理解任务？它们如何与不同的语言理解能力相关联？我们认为这些问题中的大多数还没有一个明确的答案，仍然需要大量的调查。
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我们在表3.7中编制了对SQUAD不同组件的改进。我们想提醒读者，这些数字并不是直接可比较的，因为它们是建立在不同的模型架构和不同的实现之上的。我们希望这个表格至少反映了一些关于这些组件在SQUAD数据集中重要性的想法。正如所看到的，所有这些组件或多或少都会对最终的性能做出贡献。最重要的创新可能是使用上下文的单词嵌入（例如ELMO），而注意力函数的制定也很重要。研究这些进步是否可以推广到未来的其他阅读理解任务，将是非常重要的。









          

      

      

    

  

    
      
          
            
  
Chapter 4 The Future of Reading Comprehension

在前一章中，我们描述了神经阅读理解模型如何在当前的阅读理解基准测试中取得成功，以及它们的关键见解。尽管其发展迅速，但要达到真正的人的阅读理解水平还有很长的路要走。在这一章，我们将讨论未来的工作和开放的问题。

我们首先在第4.1节中检查了现有模型的错误情况，并得出结论，尽管它们的平均准确率很高，但在“简单”或“琐碎”的情况下，它们仍然会失败。

正如我们前面所讨论的，最近阅读理解的成功归功于大规模数据集的创建和神经阅读理解模型的开发。在未来，我们相信这两个组成部分仍然同样重要。我们将在4.2节和4.3节分别讨论数据集和模型的未来工作。现有的数据集和模型中还缺少什么？我们该怎么做呢？

最后，我们在第4.4节中回顾了这一领域的几个重要研究问题。


4.1 Is SQuAD Solved Yet？

尽管我们已经在SQUAD数据机上达到了超人的性能，这能说明我们的阅读理解模型已经能够解决所有的SQUAD例子或者其他同等难度的例子么？

图4.1展示了我们在3.2节中描述的STANFORD ATTENTIVE READER模型的一些失败案例。正如我们所看到的，该模型完美地预测了所有这些例子的答案类型：它预测了问题的一个数字，即……吗？人口是多少……吗？哪支球队赢得了超级碗50强？然而，该模型无法理解文本中表达的微妙之处，也无法区分候选答案。细节如下，

（a）  The number 2*，400 modifies professors，* lecturers*，* and instructors while 7*，*200 modi- fies undergraduates. However， the system failed to identify that and we believe that linguistic structures （e.g.， syntactic parsing） can help resolve this case.

（b）  Both teams Denver Broncos and Carolina Panthers are modified by the word cham- pion， but the system failed to infer that “X defeated Y” so “X won”.

（c）  The system predicted 100*，*000 probably because it is closer to the word population. However， to answer the question correctly， the system has to identify that 3.7 million is the population of Los Angles， and 1.3 million is the population of San Diego and compare the two numbers and infer that 1.3 million is the answer because it is second largest. This is a difficult example and probably beyond the scope of all the existing systems.

我们还仔细研究了迄今为止最佳阵容模型的预测，7个BERT模型的集合（Devlin et al.， 2018）。如图4.2所示，我们可以看到这个强大的模型仍然会犯一些人类几乎不会犯的简单错误。可以推测，这些模型一直在进行非常复杂的文本匹配，但它们仍然难以理解实体和文本中所表达的事件之间的内在结构。

最后，Jia和Liang（2017）发现，如果我们在文章末尾添加一个让人分心的句子（见图4.3中的例子），目前阅读理解系统的平均性能将会从75.4%大幅下降到36.4%。这些让人分心的时态与问题有词汇重叠，但实际上并不与正确答案相矛盾，也不会误导人类的理解。如果允许分散注意力的句子添加不符合语法的单词序列，那么效果会更糟。这些结果表明，1）目前的模型在很大程度上依赖于文章和问题之间的词汇线索。这就是为什么分散注意力的句子会如此具有破坏性；2）虽然模型在原始开发集上取得了很高的精度，但对于对抗性的例子，它们的鲁棒性并不强。这是标准监督学习范式的一个关键问题，它使得现有的模型难以在现实世界中部署。我们将在第4.3节中更多地讨论鲁棒性的特性。

综上所述，我们认为，目前的模型虽然在SQUAD数据集上已经获得了很高的精度，但目前的模型只关注文本的表层信息，在理解的（稍微）更深层次上仍然存在简单的错误。另一方面，高准确度也表明，大多数球队的例子是相当容易的，需要很少的理解。有一些困难的例子需要在SQUAD中进行复杂的推理（例如，图4.1中的（c）），但是由于它们的稀缺性，它们的准确性并没有真正反映在平均度量中。此外，高accu- racies只有在训练和发展来自同一分布时才成立，当它们不同时仍然是一个严重的问题。在接下来的两部分中，我们将讨论创建更具挑战性的数据集和构建更有效模型的可能性。
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4.2 Future Work： Datasets

我们主要关注的是CNN/DAILY MAIL和SQUAD，并证明了以下两点：

1、神经模型在这两种数据集上都能够实现比人类更好的效果或者达到目前的上限；

2、虽然这些数据集非常有用，但大多数例子都很简单，还不需要太多推理。

这些数据集中还缺少哪些需要的属性？接下来我们应该处理什么样的数据集？如何收集更好的数据集？

我们认为像SQUAD这样的数据集主要有以下的局限性：


	这些问题是根据这篇文章提出的。也就是说，如果一个提问者在提问时看着这篇文章，他们很可能会模仿句子结构，重复使用相同的单词。这减轻了回答问题的难度，因为许多问题的单词与文章中的单词重叠。


	它只允许文章中一个跨度可以回答的问题。这不仅意味着所有的问题都是可回答的，而且还排除了许多可能提出的问题，如是/否、计算问题。正如我们之前所讨论的，大部分的问题都是真实的问题，并且答案通常都很简短（平均3.1个token）。因此，数据集中也很少有为什么（因果关系）和如何（过程）的问题。


	大多数问题的答案只有一个句子，不需要多句推理。Rajpurkar等（2016）估计只有13.6%的例子需要多句推理。其中，我们认为大多数的案例都是指代消解，可以通过一个指代消解系统来解决。




为了解决这些局限性，最近出现了一些新的数据集。他们和SQUAD有类似的地方，但以不同的方式构建。表4.1给出了一些代表性数据集的概述。正如我们所看到的，这些数据集具有相似的数量级（范围从33k到529k的训练示例），并且在最先进的性能和人类性能之间仍然存在差距（尽管有些差距比其他差距更大）。下面，我们将详细描述这些数据集，并讨论它们如何解决上述限制及其优缺点：

TriviaQA （Joshi等，2017）。这个数据集的关键思想是在构建相应的段落之前收集问题/答案对。更具体地说，他们从琐事和测验联盟网站上收集了95k对问答对，并收集了包含答案的虚拟证据，这些答案要么来自网络搜索结果，要么来自与问题中提到的实体对应的维基百科页面。结果，他们总共收集了650k（短文，问题，答案）的三倍。该范式有效地解决了问题依赖于文章的问题，并且更容易廉价地构建大型数据集。值得注意的是，该数据集中使用的段落大多是长文档（平均文档长度为2895个单词，是SQUAD的20倍），并且对现有模型的可拓展性也提出了挑战。然而，它有一个类似于CNN/DAILY MAIL数据集的问题——由于数据集是启发式地整理的，因此不能保证文章真正提供了问题的答案，这影响了训练数据的质量。

RACE （Lai等，2017）。人的标准化测试是评价汉语阅读理解能力的一种有效方法。RACE是一个多选题数据集，收集了12-18岁中国中学生和高中生的英语考试数据。所有的问题和答案选项都是由专家创建的。因此，该数据集比大多数现有数据集更加困难，据估计，26%的问题需要多句推理。最先进的性能只是59%（每个问题有4个候选答案）。

NarrativeQA （Kocˇisky et al.， 2018）。这是一个具有挑战性的数据集，它要求工作人员根据维基百科上一本书或一部电影的情节摘要提出问题。答案是自由形式的人类生成的文本，特别是，在交互界面上，标注者被鼓励使用自己的语言，并且不允许复制。情节总结通常比新闻文章或维基百科的段落包含更多的人物和事件，而且更复杂。数据集包含两个设置：一个是基于摘要回答问题（平均659个令牌），这更接近于SQUAD；另一个是基于完整的书籍或电影脚本回答问题（平均62528个token）。第二个设置尤其困难，因为它要求IR组件在长文档中定位相关信息。这个数据集的一个问题是，由于其自由形式的答案形式，人类的一致性很低，因此很难评估。

SQUAD2.0 （Rajpurkar等，2018）。SQUAD2.0提出在原有SQUAD数据集中增加53，775个反面例子。这些问题不能从文章中得到答案，但是看起来和积极的问题很相似（相关的，文章中有一个可信的答案）。为好地处理数据集，系统不仅需要回答问题，还需要确定段落中什么时候不支持回答，并避免回答。这是实际应用中的一个重要方面，但在以前的数据集中被忽略了。

HotpotQA （Yang et al.， 2018）。该数据集旨在构造需要多个支持文档才能回答的问题。为了达到这个目的，众包工作者被要求根据维基百科的两个相关段落提问（一篇文章的第一段到另一篇文章有一个超链接）。它还提供了一种新的仿真陈述比较问题，系统需要在一些共享属性上比较两个实体。该数据集由两个评估设置组成——一个称为干扰设置，其中每个问题都提供10个段落，包括用于构建问题的两个段落和从Wikipedia检索到的8个干扰段落；第二个设置是使用完整的Wikipedia来回答这个问题。

与SQUAD相比，这些数据集要么需要更复杂的跨时态或文档推理，要么需要处理更长的文档，要么需要生成自由形式的答案而不是提取单个跨度，要么需要预测文章中何时没有答案。它们带来了新的挑战，许多挑战仍然超出了现有模型的范围。我们相信这些数据集将在未来进一步激发一系列的建模创新。当我们的模型达到下一个性能级别后，我们将需要开始构建更加困难的数据集来解决。




4.3 Future Work： Models

接下来，我们转向未来工作模型的研究方向。我们首先描述了阅读理解模型的期望。现有的大部分工作只注重准确性，给定一个标准train/dev/test数据集分割，主要目标是得到最好的测试准确性分数。但是，我们认为还有其他重要的方面被忽视了，我们需要工作在未来，包括速度和可扩展性、鲁棒性和可解释性。最后，我们讨论了在目前的模型中还缺少哪些重要的元素，以解决更多的阅读理解难题。


4.3.1 Desiderata

除了准确性（在标准数据集上获得更好的性能分数），以下的需求对未来的工作也非常重要：

Speed and Scalability。如何构建更快的模型（用于训练和推理），以及如何扩展到更长的文档，这些都是需要研究的重要方向。建立更快的训练模型可以降低实验的周转时间，还可以使我们在更大的数据集上进行训练。在实际应用中部署模型时，为推理构建更快的模型非常有用。此外，用RNN编码一个很长的文档（例如TRIVIAQA）甚至是一本书（例如NARRATIVEQA）都是不现实的，这仍然是一个严峻的挑战。例如，TRIVIAQA的平均文档长度为2，895个token，为了可伸缩性，作者将文档缩减为前800个token。NARRATIVEQA的平均文档长度为62，528个token，作者必须首先使用IR系统从故事中检索少量相关段落。

现有的对这些问题的解决方法如下：


	如我们在3.4.3节中讨论的，用transformer（Vaswani et al.， 2017）或更轻的non-recurrent模型（Lei et al.， 2018）取代LSTMs。


	训练学习跳过部分文档的模型，这样他们就不需要阅读所有内容。这些模型可以运行得更快，同时仍然保持类似的性能。该领域的代表作品有Yu等（2017）和Seo等（2018）。


	优化算法的选择也会极大地影响收敛速度。多gpu训练和硬件性能也是需要考虑的重要方面，但超出了本文的研究范围。Coleman等人（2017）提供了一个基准（https：//dawn.cs.stanford.edu/benchmark/），用于测量端到端训练和推理时间，以实现对包括SQUAD在内的广泛任务的最先进的准确性水平。




Robustness。我们在4.1节中讨论了现有的模型对于对抗性例子来说是非常脆弱的，这将成为我们在现实世界中部署这些模型时所面临的一个严重问题。此外，目前的大多数工作都遵循标准范例：对一个数据集的分割进行培训和评估。众所周知，如果我们在一个数据集上训练我们的模型，并在另一个数据集上进行评估，由于它们的文本来源和构造方法不同，性能将显著下降。对于今后的工作，我们需要考虑：


	如何创造更好的对抗训练示例并且将它们加入到训练过程中


	对迁移学习和多任务学习进行更多深入的研究，建立跨数据集的高性能模型。


	我们可能需要打破监督学习的标准范式，并考虑如何创建更好的方法来评估我们当前的模型，以便构建更健壮的模型。




Interpretability。最后一个重要的方面是可解释性，在目前的系统中，可解释性一直是被忽略的。我们未来的系统不仅应该能够提供最终的答案，而且还应该提供预测背后的理由，这样用户就可以决定是否可以信任输出并利用它们。神经网络尤其臭名昭著的一个事实是，端到端训练范式使这些模型像一个黑匣子，很难解释它们的预测。如果我们想将这些系统应用到医疗或法律领域，这一点尤其重要。

可解释性可以有不同的定义。在我们的背景下，我们认为有几种方法可以解决这个问题：


	最简单的方法是要求模型学会从文档中提取输入片段作为支持证据。这在以前（e.g.， （Lei et al.， 2016））对于句子分类问题已有研究，但在阅读理解问题中还没有。


	更复杂的方法是，这些模型确实能够生成理论依据。模型需要解释这些部分是如何连接的，并最终得到答案，而不是只突出显示文章中相关的部分。以图4.1 （c）为例，系统需要解释两个城市是最大的两个，以及因为370万大于130万，所以它是第二大城市。我们认为这种需求非常重要，但远远超出了当前模型的范围。


	最后，需要考虑的另一个重要方面是，我们可以获得哪些培训资源来达到这种可解释性水平。从最终答案中推断出理论依据是可行的，但相当困难。我们应该考虑收集人类的解释作为未来培训理论的监督（标签）。







4.3.2 Structures and Modules

在这个章节，我们会讨论如果我们想要解决更多困难的阅读理解问题的话，目前模型中缺失的元素。

首先，当前的模型要么建立在序列模型的基础上，要么对称地处理所有单词对（例如TRANSFORMER），并且忽略了语言的固有结构。一方面，这迫使我们的模型从头开始学习所有相关的语言信息，这使得我们的模型的学习更加困难。另一方面，NLP社区多年来投入了大量精力研究语言表示任务（例如语法解析、指代）并且构建许多语言资源和工具。语言按照单词序列上的层次结构和嵌套结构对意义进行编码。在我们的阅读理解模型中更明确地编码语言结构是否仍然有用？

Figure 4.4 表明了CORENLP在SQUAD中输出的几个例子。我们相信在合格结构信息会是有意义的：


	2400是教授的数字修饰符应该可以帮助我们回答What is the total number of professors**， instructors*，* and lecturers at Harvard*？*


	指代信息，it代表Harvard应该可以帮助回答问题：Starting in what year has Harvard topped the Academic Rankings of World Universities*？*.




因此，我们认为这些语言知识/结构仍然是对现有模型的有益补充。剩下的我们需要回答的问题是：1）将这些结构合并到序列模型中的最佳方法是什么？2）我们是想将结构建模为潜在变量，还是依赖现成的语言工具？对于后一种情况，当前的工具是否足够好，使模型能够获得更多的好处（而不是遭受噪声）？我们能进一步提高这些代表任务的性能吗？

我们认为，大多数现有模型仍然缺少的另一个方面是模块（modules）。阅读理解的任务本质上是非常复杂的，不同类型的例子需要不同类型的推理能力。如果我们想通过一个巨大的神经网络来学习所有的东西，这仍然是一个巨大的挑战（这让人想起为什么提出注意力机制，因为我们不想把一个句子或一段话的意思压缩成一个向量!）我们相信，如果我们想达到更深层次的阅读理解，我们未来的模型将更加结构化，模块化，解决一个综合任务可以分解成许多子问题，我们可以单独解决每一个规模较小的子问题（例如，每个推理类型）并组合它们。

modules的思想以前已经在神经模块网络（NMN）中实现过（Andreas et al.， 2016）。它们首先对问题进行依赖解析，然后根据解析结构将回答问题分解为几个“模块”。他们在视觉问答（VQA）任务中使用的一个例子是：一个问题“鸟是什么颜色的？”可以分解为两个模块。一个模块用于检测给定图像中的鸟，另一个模块用于检测发现区域（鸟）的颜色。我们相信这种方法有望回答诸如加州第二大城市的人口是多少之类的问题。（图4.1 （c））。然而，迄今为止，NMN只在视觉问答或小知识库问题上进行了研究，由于语言变异和问题类型的灵活性，将其应用于阅读理解问题可能更具挑战性。






4.4 Research Questions

在最后一个小节中，我们讨论一些这个领域的中心研究问题，这些依然是open的，并且等待在未来被回答。


4.4.1 How to Measure Progress？

第一个问题是：How can we measure the progress of this field？

评估指标无疑是衡量我们阅读理解水平进步的清晰指标。这是否意味着我们在阅读理解上取得了真正的进步？我们如何判断一个基准上的一些进展是否可以推广到其他基准上？如果模型A在一个数据集上比模型B工作得更好，而模型B在另一个数据集上工作得更好呢？如何判断这些计算机系统与真正的人类阅读理解水平之间的差距？

一方面，我们认为参加人的标准化考试可以作为评价机器阅读理解系统性能的一个好策略。这些问题通常是精心策划和设计的，以测试人类阅读理解能力的不同水平。在构建自然语言理解系统时，使计算机系统与人类测量系统保持一致是一种正确的方法。

另一方面，我们认为在未来，我们需要将许多阅读理解数据集集成为一个测试套件进行评估，而不是只在一个数据集上进行测试。这将帮助我们更好地区分什么是阅读理解的真正进步，什么可能只是对一个特定数据集的过度拟合。

更重要的是，我们需要更好地理解我们现有的数据集：描述它们的质量和回答问题所需的技能。这将是构建更具挑战性的数据集和分析模型行为的重要一步。Sugawara等人（2017）在分析Chen et al.（2016）的CNN/DAILY MAIL例子的基础上，尝试将阅读理解技能分为两个不同的部分：前提技能和可读性。前提技能测量不同类型的推理和回答问题所需的知识，并定义了13个技能：对象跟踪、数学推理、指代解析、逻辑推理、类比、因果关系、时空关系、省略、搭桥、精化、元知识、示意性从句关系和标点符号。可读性度量“文本处理的易用性”，并使用了广泛的语言特性/人类可读性度量。作者的结论是，这两个集合是弱相关的，从易于阅读的上下文中设计难的问题是可能的。这些研究表明，我们可以分别基于这些属性构建数据集和开发模型。

此外，Sugawara等人（2018）设计了一些简单的过滤启发式算法，并将许多现有数据集中的例子划分为一个硬子集和一个简单子集，这是基于1）是否可以只用头几个单词来回答问题；2）答案是否包含在文章中最相似的句子中。他们发现，与整个数据集相比，硬子集的基线性能显著下降。此外，Kaushik和Lipton（2018）使用仅传递或仅提问的信息分析了现有模型的性能，发现这些模型有时可以工作得惊人地好，因此在一些现有数据集中存在注释构件。

综上所述，我们认为，如果我们想在今后的阅读理解中取得平稳的进步，我们必须首先回答这些关于例题难度的基本问题。了解数据集需要什么，我们当前的系统能做什么和不能做什么，这将帮助我们识别我们面临的挑战，并衡量进展。




4.4.2 Representations vs. Architecture： Which is More Important？

第二个重要的问题是理解表示和架构在对阅读理解模型性能影响上的角色。自SQUAD建立以来，最近出现了一种增加神经结构复杂性的趋势。特别是，人们提出了越来越复杂的注意力机制来捕捉文章和问题之间的相似性（第3.4.2节）。然而，最近的研究（Radford et al.， 2018；Devlin et al .， 2018）提出，如果我们能在大型文本语料库上预训练深度语言模型，一个拼接问题和篇章的简单模型，并且不需要在这两者（问题和篇章）之间建立任何直接互动，都可以在SQUAD和RACE这辆的阅读理解数据集上表现十分良好。 （见表3.4和表4.1）。

如图4.5所示，第一个类的模型（左）基于顶层的在未标记文本上预训练的词嵌入（每个单词类型有一个向量表示）构建，而所有其余的参数（包括所有的权重来计算各种注意力功能）需要从有限的训练数据学习。第二类模型（右）使模型体系结构非常简单，它只将问题和篇章建模为单个序列。对整个模型进行预训练，保留所有参数。只增加了几个新的参数（如预测SQUAD起始和结束位置的参数），其他参数将在阅读理解任务的训练集上进行微调。

我们认为这两类模型表明了两个极端。一方面，它确实展示了非监督表示的不可思议的力量。由于我们有一个从大量文本中预先训练的强大的语言模型，该模型已经编码了大量关于语言的属性，而一个连接篇章和问题的简单模型足以学习两者之间的依赖关系。另一方面，当只给出单词嵌入时，似乎对文章和问题之间的交互进行建模（或者为模型提供更多的先验知识）会有所帮助。在未来，我们怀疑我们需要将两者结合起来，像BERT这样的模型太粗糙，无法处理需要复杂推理的例子。




4.4.3 How Many Training Examples Are Needed？

第三个问题是实际需要多少个训练实例？我们已经多次讨论过神经阅读理解的成功是由大规模的数据集驱动的。我们一直在积极研究的所有数据集都包含至少50，000个示例。我们能否始终保持数据的丰富性，并进一步提高系统的性能？是否有可能训练一个只有几百个注释例子的神经阅读理解模型？

我们认为目前还没有一个明确的答案。一方面，有明确的证据表明，拥有更多的数据会有所帮助。Bajgar et al.（2016）证明，使用相同的模型，膨胀通过古登堡计划（project Gutenberg）从书籍中构建的完形填空（cloze-style）的训练数据可以在CHILDREN BOOK TEST（CBT）数据集合（Hill et al.， 2016）。我们之前讨论过使用数据增强技术（Yu et al.2018）或使用TRIVIAQA增强训练数据可以帮助提高在SQUAD上的性能（# training examples = 87，599）。

另一方面，预训练（语言）模型（Radford等，2018；Devlin et al.， 2018）可以帮助我们减少对大规模数据集的依赖。在这些模型中，大部分参数已经在大量的未标记数据上进行了预训练，并且只会在训练过程中进行微调。

在未来，我们应该鼓励更多在非监督学习和迁移学习上的研究。利用非标注数据（例如text）或者别的廉价的资源或者监督（例如CNN/DAILY MAIL这样的数据集）会将我们从收集昂贵的标注数据中解放出来。我们也应该寻找更好和更加便宜的方式来收集监督数据。









          

      

      

    

  

    
      
          
            
  II Neural Reading Comprehension： Applications


Chapter 5 Open Domain Question Answering

在PART 1 中，我们描述了阅读理解的任务：它在最近这些年的形成和发展，神经阅读理解的关键组件，以及未来的研究方向。然而，阅读理解究竟只是用来衡量语言理解能力的一个任务还是可以赋能一些有用的应用依然不清晰。在PART II中，我们将回答这个问题，并且讨论我们在构建利用渗井阅读理解作为核心组件的应用。

在这章中，我们把open domain question answering看作一个阅读理解的应用。开放领域的问答在NLP的历史上有一个长期存在的问题。开放领域的问答的目标是建立自动化的计算机系统，能够回答任意种类（虚构）的人类可能会问的问题。而这个系统的建立是基于一个大的非结构话的自然语言文档，结构化数据（例如：知识库），半监督数据（例如：表格）或者其他形式的数据例如图片和视频。

我们是第一个在开放领域的QA框架里测试神经阅读理解方法的性能的。我们相信，当组和有效的信息提取技术结合的时候，这些系统的高性能会是构建新一代开放领域问答系统的关键要素。

这章的组织架构如下：

1、我们首先给出了open domain 问答以及历史上著名的系统的概览

2、我们介绍了一个我们构建的open-domain question answering system，DRQA，这个是设计来回答English Wikipedia的问题。它本质上组合了一个信息提取模块和我们在section3.2中描述的高性能神经阅读理解模块。

3、我们更进一步讨论了我们要如何改善系统，通过从检索模块创建distantly-supervised 训练示例。接着，我们提出了一个理解评估，在多个不同的问答benchmarks.

4、最后，我们讨论了现在的局限性，接下来的工作以及未来的方向。


5.1 A Brief History of Open-domain QA

问答系统是20世纪60年代NLP系统最早的任务之一。一个早期的系统是PROTOSYNTHEX 系统（Simmons et al.， 19644），预示了现在基于文本的问答系统。系统首先基于问题中的单词形成一个query，然后根据与问题重叠的频率加权项检索候选答案句，最终实现依存解析匹配到最终答案。另一个著名的系统MURAX（Kupiec， 1993），被设计来回答GROLIER在线百科全书上的一般知识问题，使用浅层语言处理和信息检索（IR）技术。

自1999年QA赛道首次作为年度TREC竞赛的一部分被纳入以来，人们对开放领域问答的兴趣有所增加。该任务最初是这样定义的：系统检索包含开放领域问题答案的文本片段。它刺激了广泛的QA系统发展。大多数的系统包括两个阶段：一个IR系统用于选择和从问题中产生的query相匹配的文档或者篇章的topn，并且一个窗口词评分系统用于查明可能的答案。更多细节请参考（Voorhees， 1999；Moldovan等，2000）。

最近，随着知识库的发展（KBs）如FREEBASE（波尔-拉克尔et al .， 2008）和DBPEDIA（奥尔et al .， 2007），在基于KBs的问答系统下，许多创新和资源的创建出现，例如基于FREEBASE的WEBQUESTIONS（Berant et al.，2013）和SIMPLEQUESTIONS（Bordes et al.， 2015），或者基于KBs自动提取的OpenIE triples 和NELL（FADER et al.，）。基于知识的问题回答已经取得了很大的进展，主要的方法要么是基于语义分析，要么是基于信息提取技术（Yao et al.， 2014）。然而，KBs有固有的局限性（不完整和固定的模式），这促使研究人员最近回到原始文本回答的原始设置。
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也有一些高开发度的使用无数资源的完整管道QA方法，包括文本集合（Web页面、Wikipedia、newswire文章）和结构化知识库（FREEBASE、DBPEDIA等）。一些著名的系统——包含微软ASKMSR（布里尔et al .， 2002）， IBM的DEEPQA（费鲁奇et al .， 2010）和YODAQA （Baudisˇ，2015）——后者是开源的，因此复现作为对比使用。ASKMSR是一个基于搜索引擎的QA系统，它依赖于“数据冗余，而不是对问题或候选答案进行复杂的语言分析”。DEEPQA是最具代表性的现代问答系统，它在电视游戏节目《危险边缘》（JEOPARDY!）2011年受到了广泛关注。它是一个非常复杂的系统，由管道中的许多不同部分组成，它依赖于非结构化信息和结构化数据来生成候选答案或对证据进行投票。概览结构如图5.1所示。YODAQA是一个模仿DEEPQA的开源系统，类似地结合了网站、数据库和Wikipedia。与这些方法相比，（YODAQA）为性能的“上限”基准测试提供了一个有用的数据点。

最后，还有其他基于不同资源类型的问题回答类型，包括Web表格（Pasupat和Liang， 2015）、图像（Antol等，2015）、图表（Kembhavi等，2017），甚至视频（Tapaswi等，2016）。由于我们的工作重点是基于文本的问题回答，所以我们不会深入讨论更多细节。

我们的DRQA系统（章节5.2）侧重于使用Wikipedia作为唯一的知识来源来回答问题，例如在百科全书中寻找答案时使用Wikipedia。使用Wikipedia作为资源的QA以前已经被探索过。Ryu等人（2014）使用基于wiki的知识模型执行开放域QA。它们将文章内容与基于不同类型的半结构化知识（如信息框、文章结构、类别结构和定义）的多个其他答案匹配模块相结合。类似地， Ahn et al.（2004）也将Wikipedia作为文本资源与其他资源相结合，在本例中是与其他文档的信息检索相结合的。Buscaldi和Rosso（2006）也从Wikipedia中为QA挖掘知识。他们不把它用作寻找问题答案的资源，而是专注于验证QA系统返回的答案，并使用Wikipedia分类确定一组应该与预期答案相匹配的模式。在我们的工作中，我们只考虑文本的理解，并使用维基百科文本文档作为唯一的资源，以强调阅读理解的任务。我们相信增加其他的知识来源或信息将进一步提高我们系统的性能。




5.2 Our System： DRQA


5.2.1 An Overview

在接下来的文章中，我们将描述我们的系统DRQA，它专注于使用英文维基百科作为文档的唯一知识来源来回答问题。我们感兴趣的是建立一个通用知识的问题回答系统，它可以回答任何类型的虚构性问题，其中的答案包含在维基百科中，并可以从维基百科中提取。

我们选择使用维基百科有以下几个原因：1）维基百科是一个不断发展的大型、丰富、详细的信息来源，可以为智能机器提供便利。与诸如FREEBASE或DBPEDIA之类的知识库（KBs）不同的是，Wikipedia包含了人类感兴趣的最新知识。许多阅读理解数据集（例如，SQUARD）都是建立在维基百科上的，这样我们就可以充分利用这些资源，我们很快就会对其进行描述。3）一般来说，维基百科的文章干净、高质量、格式良好，对开放领域的问题回答来说是非常有用的资源。

利用维基百科的文章作为知识来源，导致问答题的任务结合大规模开放领域QA和文本机器理解的挑战。要回答任何问题，首先必须从500多万项中检索出少数相关的文章，然后仔细扫描它们以确定答案。这让我们想起了经典的TREC QA系统是如何工作的，但是我们相信神经阅读理解模型将在阅读检索到的文章/段落以获得最终答案时发挥至关重要的作用。如图5.2所示，我们的系统基本上由两个组件组成：（1）用于查找相关文章的文档检索模块（DOCUMENT RETRIEVER module）和（2）用于从单个文档或少量文档集合中提取答案的阅读理解模型DOCUMENT READER。

我们的系统把维基百科当作一个文章的集合，不依赖于它的内部图结构。因此，我们的方法是通用的，可以切换到其他文档、书籍甚至每日更新的报纸集合。接下来，我们将详细介绍这两个组件。




5.2.2 Document Retriever

遵循经典的QA系统，我们使用一个高效的（非机器学习）文档检索系统，首先缩小搜索空间，只阅读可能相关的文章。相对于内建的基于弹性搜索的Wikipedia搜索API （Gormley and Tong， 2015），一个简单的倒排索引查找，然后是术语向量模型评分，在许多问题类型上都能很好地完成这项任务。将文章和问题作为TF-IDF加权bag-of-word向量进行比较。

我们进一步完善了该系统，采用n-gram特征考虑了局部语序。我们性能最好的系统使用了bigram计数，同时通过使用hashing of （Weinberger et al.， 2009）将bigram映射到224个带有unsigned murmur3 hash的桶（bin），从而保持了速度和内存效率。

我们使用DOCUMENT RETRIEVER作为完整模型的第一部分，将其设置为返回给定问题的5篇Wikipedia文章。然后文档阅读器（Document Reader）处理这些文章。
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5.2.3 Document Reader

Document Reader阅读维基百科前5篇文章，旨在阅读所有的段落图，并从中提取可能的答案。这正是我们在基于西班牙语的阅读理解问题中所做的设置，我们在第3.2节中描述的STANFORD ATTENTION READER模型可以直接插入到这个管道中。

我们将训练好的Document Reader应用于出现在维基百科前5篇文章中的每一段，它会预测出一个置信度得分的答案跨度。为了使一个或多个检索到的文档的段落之间的分数兼容，我们使用非标准化指数，并在所有考虑的段落跨度上使用argmax作为最终预测。这只是一个非常简单的启发式方法，还有更好的方法聚合不同段落的证据。我们将在第5.4节中讨论未来的工作。




5.2.4 Distant Supervision

我们建立了一个完整的管道，集成了经典检索模块和我们之前的神经阅读理解组件。剩下的关键问题是我们如何训练这个阅读理解模块用于开放式的问题回答设置。

最直接的方法是重用SQUAD数据集（Rajpurkar et al.， 2016）作为训练语料库，该语料库也是建立在Wikipedia段落之上的。但是，这种方法在以下方面受到限制：


	正如我们之前在4.2节中所讨论的，SQUAD中的问题是被众包的，在标注者看到段落之后，要确保这些问题可以通过段落中的跨度得到回答。这种分布是非常具体的，与现实世界中的，当人们首先想到一个问题，并试图从网络或其他资源中找到答案时的问答不同。。


	许多SQUAD的问题确实与背景有关。例如，在维基百科上哈佛大学的一篇文章中，一个问题what individual is the school named after？或者另一个根据一段描述马丁·路德的文章的问题是What did Luther call these donations？。基本上，这些问题本身无法理解，因此对于开放领域的QA 问题毫无用处。Clark和Gardner（2018）估计，SQUAD中约有32.6%的问题依赖于文件或篇章。


	最后，SQUAD的规模是相当小的（80k训练的例子）。如果我们能够收集到更多的训练实例，它应该就可以进一步提高系统性能。




为了克服这些问题，我们提出了一个过程，从其他问题回答资源自动创建额外的训练示例。这个想法是为了重用我们建立的有效的信息检索模块：如果我们已经有了一个问答对（q，a）并且检索模块可以帮助我们找到一个与问题q相关的段落以及答案片段a出现的段落，那么我们可以创建一个形如（p，q，a）三元组的distantly-supervised训练示例，提供给阅读理解模块进行训练。

$$f : (q,a) =⇒ (p,q,a)$$（5.1）

if p ∈ Document Retriever (q) and a appears in p

这一想法与使用远程监督 （DS）提取关系的流行方法类似（Mintz et al.， 2009） 2。尽管这些例子可能在某种程度上是有噪声的，但它提供了一个廉价的解决方案来创建远程监督的例子，可以用于开放领域的问题回答，并将是一个有用的补充SQUAD的例子。我们将在第5.3节中描述这些远程监督示例的有效性。






5.3 Evaluation

我们有了DRQA系统的所有基本元素，让我们来看看评估。


5.3.1 Question Answering Datasets

第一个问题是我们应该评估哪些问题回答数据集。正如我们所讨论的，SQUAD是目前可用来回答问题的最大的通用QA数据集之一，但它与开放域QA设置有很大的不同。我们认为在别的为开放领域QA的开发的数据集上训练和评估我们的系统的话，需要以不同的方式构建（这些数据集）。因此，我们采用以下三个数据集：

TREC 这个数据集是基于TREC的基准测试任务，策划了Baudisˇ和Sˇedivy”（2015）。我们使用大的版本，其中包含从TREC 1999、2000、2001和2002.3的数据集中提取的总共2180个问题。关于问题：when is fashion week in NYC？因此，Sept（ember）？|Feb（ruary）？的答案都被认为是正确的。

WebQustions Berant等人（2013）介绍的网络问题，这个数据集是为了回答来自Freebase知识库的问题而构建的。它是通过在谷歌SUGGEST API中爬取问题创建的，然后使用Amazon Mechanical Turk获得答案。我们使用实体名称将每个答案转换为文本，这样数据集就不会引用Freebase id，而完全由纯文本问答对组成。

**WikiMovies ** 这个数据集是Miller等人（2016）引入的，包含电影领域的96k个问答对。这些示例最初是从OMDB和MOVIE- LENS数据库创建的，所以这些例子还可以使用Wikipedia的子集作为知识源（电影领域的标题和文章的第一部分）进行回答。

我们想强调的是，这些数据集不一定收集在基于Wikipedia的回答上下文中。TREC数据集主要用于基于文本的问答（主要的TREC文档集主要由newswire的文章组成），而WEBQUESTIONS和WIKIMOVIES主要用于基于知识的问答。我们将所有这些资源放在一个统一的框架中，并测试我们的系统在回答所有的问题是表现如何——希望它能够反映通用知识QA的性能。

表5.1和图5.3给出了这些QA数据集的详细统计。正如我们所看到的，SQUAD样本的分布与其他QA数据集有很大的不同。由于建造方法的原因，小队有更长的问题（平均10.4个toekns对6.7-7.5个toekns）。此外，所有这些数据集都有简短的答案（尽管在小队中的答案稍微长一些），而且大多数都是虚构的。

请注意，这些QA数据集中的许多问题可能有多个答案（参见表5.1中的# answers列）。例如，对于what language do people speak in Pakistan，有两个有效的答案：英语和乌尔都语。WEBQUESTIONS。由于我们的系统设计为返回一个答案，所以我们的评估认为，如果预测给出了任何黄金答案（正确答案），那么预测都是正确的。

[image: ../_images/73097e74dedc0cbc1f4fbc87facf53dd9fa8cc00.jpg]image-20190727224530168

[image: ../_images/f0ccbcaff1ee539d914165f7f869c2252693d811.jpg]image-20190727224547134




5.3.2 Implementation Details


5.3.2.1 Processing Wikipedia

我们使用2016-12-21 转存的英文Wikipedia作为我们所有完整实验的用于问答知识的来源。对于每个页面，我们仅仅提取纯文本，并且所有的结构化数据片段例如表格和图片都被剥离了。在消除内部歧义、列表、索引和大纲之后，我们保留了5，075，182篇文章，其中包含9，008，962种独特的无大小写toekn类型。




5.3.2.2 Distantly-supervised data

我们对来自每个数据集的训练部分的每个问答对使用以下过程来构建我们的远程监督训练示例。首先，我们对问题运行DOCUMENT RETRIEVER来检索维基百科前5篇文章。那些文章中没有与已知答案精确匹配的所有段落将直接被丢弃。所有短于25或长于1500个字符的段落也将被过滤掉。如果在问题中检测到任何命名实体，我们将删除完全不包含它们的任何段落。对于检索到的每个页面中的每个剩余段落，我们使用问题与20个toekn窗口之间的unigram和bigram重叠对匹配答案的所有位置进行评分，以保持与重叠最多的前5个段落一致。如果没有非零重叠的段落，则丢弃该示例；否则，我们将每个找到的对添加到DS训练数据集中。图5.4显示了一些示例，表5.1（列# DS Train）给出了我们为培训创建的远程监督示例的数量。
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5.3.3 Document Retriever Performance

我们首先检查检索模块在所有QA数据集上的性能。表5.2将第5.2.2节中描述的两种方法的性能与Wikipedia搜索引擎在查找包含给定问题答案的文章方面的性能进行了比较。

具体地说，我们计算每个系统返回的前5个相关页面中，任何相关答案的文本跨度至少出现在其中一个页面中的问题的比例。在所有数据集上的结果表明，我们的简单方法比Wikipedia搜索更出色，特别是在bigram哈希的情况下。我们还比较了用Okapi BM25进行检索，或者在单词embeddings空间中使用余弦距离（将问题和文章编码为bag-of-embeddings），我们发现这两种方法的性能都更差。
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5.3.4 Final Results

最后，我们使用所有这些数据集对全系统DRQA进行性能评估，让其作答开放域问题。我们比较了三个版本的DRQA，它们评估了在提供给DOCUMENT READER的训练资源上使用远程监督和多任务学习的影响（在每种情况下DOCUMENT RETRIEVER保持相同）


	SQUAD：只在SQUAD训练集上训练单一的DOCUMENT READER模型，并用于所有的评估集。我们使用了我们在5.2节中描述的模型（在SQUAD的测试集上，F1的成绩是79.0%）。


	Fine-tune（DS）：DOCUMENT READER模型在SQUAD上进行预训练，然后使用其远程监督（DS）训练对每个数据集进行独立的微调


	多任务（DS）：在SQUAD训练集和所有的远程监督例子上联合训练一个单一的DOCUMENT READER。




对于全维基百科设置，我们使用一个流模型而不使用CORENLP解析ftoken特征，或者辅助引理fexact_match。我们发现尽管在SQUAD中有这些更加精确的匹配段落阅读，并不能在全设置下提升结果。额外的，WEBQUESTIONS 和 WIKIMOVIES提供了候选答案的一个列表（WEBQUESTIONS的1.6百万的freebase实体串和WIKIMOVIES的76k电影相关实体），并且在预测的时候，我们限制了答案范围必须在这些列表中。
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表格5.3呈现出了结果。我们仅仅考虑top 1，精准匹配的准确度，这是非常严苛和具有挑战性的设置。在原始paper（Chen et al.， 2017）中，我们也评估了SQUAD中的quesiton/answer对。我们在这里忽略了他们因为至少有三分之一的问题是上下文相关的并且不适合于开放领域的QA。

尽管和阅读理解任务（给定正确的段落）和没有限制的QA任务（使用冗余资源）相比，这个任务很困难，DRQA依然在所有的四个数据集上表现出了可观的性能。

我们对能够利用Wikipedia回答任何问题的，单一的，全系统感兴趣。仅仅在SQUAD上面训练的单一模型在所有的数据集上都优于使用远程监督的多任务模型。然而，仅仅在SQUAD上面单独训练，性能也并不差，说明存在任务迁移的情况。然而，从SQUAD到多任务（DS）学习的主要提升，可能不是来自任务转换，因为仅使用DS对每个数据集进行微调也会带来改进，这表明在同一领域引入额外的数据会有所帮助。然而，我们能找到的最好的单一模型是我们的总体目标，即多任务系统。

给定之前在TREC和WEBQUESTIONS上面的结果，我们和系统YODAQA进行比较 （Baudisˇ，2015）（一个利用冗余资源的无约束QA系统）。尽管任务难度在增加，但是我们的性能并没有太落后于TREC（31.3 VS 25.4），这一点让我们松了一口气。在WEBQUESTIONS上的差距稍微大一些，可能是因为这个数据集是由YODAQA直接使用的FREEBASE的特定结构创建的。

我们也包括了我们的模型DRQA*增强版本的结果，该模型已在Raison等人（2018）中提出。最大的变化是这种阅读理解模型是直接在维基百科文章上训练和评估的，而不是在段落上（文档平均比单个段落大40倍）。正如我们所看到的，所有数据集的性能都得到了一致的提高，因此与YODAQA的差距进一步缩小。
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最近，我们的DRQA系统已经在github（https：//github.com/facebookresearch/DrQA

，部署了多任务（DS）系统）上进行开源。就像看到的，我们的系统能够针对这些虚构问题返回一个精准的答案并且回答一些比较困难的问题：

（a） It is not trivial to identify that a computer science discipline within the fields of infor- mation retrieval and natural language processing is the complete noun phrase and the correct answer although the question is pretty simple.

.    （b）  Our system finds the answer in another Wikipedia article Stanford Memorial Church， and gives the exactly correct answer California as the state （instead of Stanford or United States）.

.    （c）  To get the correct answer， the system needs to understand the syntactic structure of the question and the context Who invented LSTM*？* and a deep learning method called Long short-term memory （LSTM）， a recurrent neural network published by Sepp Hochreiter & Ju ̈rgen Schmidhuber in 1997.

从概念上讲，我们的系统简单而优雅，并且不依赖于任何附加语言分析或外部或手工编码的资源（如字典）。我们认为这种方法对于新一代开放领域的问题回答系统具有很大的前景。在下一节中，我们将讨论当前的限制和进一步改进的可能方向。






5.4 Future Work

研究结果表明，信息检索与神经阅读压缩相结合是一种有效的开放式问题回答方法。我们希望我们的工作在这个研究方向上迈出第一步。然而，我们的系统还处于早期阶段，许多实现细节还有待进一步完善。

我们认为以下的研究方向将（大大）改善我们的DRQA系统，并应作为未来的工作进行。事实上，在我们发布了我们的DRQA系统之后，其中的一些想法已经在接下来的一年里得到了应用，我们也将在本节中详细描述它们。

Aggregating evidence from multiple paragraphs。我们的系统采用了最简单和直接的方法：我们对所有检索到的文章的非标准化分数使用argmax。这并不理想，因为1）这意味着每一篇文章都必须包含正确的答案（例如班例），因此我们的系统将为每一篇文章输出一个且仅一个答案。这确实不是大多数检索到的段落的情况。2）我们目前的培训模式并不能保证不同篇章的分数具有可比性，导致培训与评估过程存在差距。

对完整的Wikipedia文章进行培训是缓解这个问题的一种解决方案（参见表5.3中的DRQA*结果），但是，这些模型运行缓慢，难以并行化。Clark和Gardner（2018）提出采用修改后的训练目标进行多段训练，其中跨度开始和结束分数在从相同上下文中采样的所有段图中进行标准化。他们证明，这比单独训练单独的段落效果要好得多。同样，Wang et al. （2018a）和Wang et al. （2018b）提出对检索到的文章训练一个显式的段落重新排序组件：Wang et al. （2018a）将其实现在一个强化学习框架中，从而共同训练重新排序组件和答案提取组件；Wang等人（2018b）提出了一种基于强度的重新排序和基于覆盖度的重新排序，更直接地从多个段落中挖掘证据。

Using more and better training data。第二个影响很大的方面是培训数据。我们的DRQA系统只收集了来自TREC、WEBQUESTIONS和WIKIMOVIES的44k个远程监督的培训示例，我们在5.3.4节中演示了它们的有效性。如果我们能够利用来自TRIVIAQA （Joshi et al.， 2017）或来自其他QA资源的更多数据生成更多的监督培训数据，那么系统应该得到进一步的改进。此外，这些远距离监督的例子不可避免地会遇到噪音问题（即Lin等人（2018）提出了一种去噪的解决方案，对这些远程监督的例子进行了去噪处理，并证明了在评估中取得的效果。

我们还认为，添加负面示例可以显著提高系统的性能。我们可以使用完整的管道创建一些负面示例：我们可以利用文档检索模块帮助我们找到相关段落，而这些段落不包含正确的答案。我们还可以将现有的资源，如SQUAD 2.0 （Rajpurkar et al.， 2018），纳入我们的培训过程，其中包含精心策划的高质量负面例子。

Making the DOCUMENT RETRIEVER trainable。第三个尚未完全研究的有希望的方向是为文档检索模块使用机器学习方法。我们的系统采用了一个直观的、非机器学习的模型，检索性能的进一步提高（表5.2）将对整个系统进行改进。可以从其他资源或QA数据（例如，使用文章是否包含问题的答案作为标签）收集文档检索程序compo- nent的培训语料库。文档检索和文档阅读器组件的联合培训将是未来工作的一个非常理想和有前景的方向。

与此相关，Clark和Gardner（2018）还在搜索引擎（Bing web search）的基础上构建了一个开放领域的问题回答系统9，并证明了与我们相比性能优越。我们认为结果是不可直接比较的，这两种方法（使用商业搜索引擎或构建独立的IR组件）都有优缺点。构建我们自己的IR组件可以摆脱现有的API调用，运行速度更快，更容易适应新的领域。

Better DOCUMENT READER module。在我们的DRQA系统中，我们使用了神经阅读理解模型，在1.1班的测试集上达到了79.0%的F1。随着最近神经阅读理解模型的发展（第3.4节），我们确信，如果我们用最先进的模型替换当前的文档阅读器模型（Devlin et al.， 2018），我们整个系统的性能也将得到改善。

More analysis is needed。另一项重要的缺失工作是对我们当前的系统进行深入分析：了解哪些问题他们可以回答，哪些不能。我们认为，在相同的条件下，将我们的现代系统与早期的TREC QA结果进行比较是很重要的。它将帮助我们了解我们在哪里取得了真正的进步，以及我们还可以使用哪些前深度学习时代的技术，以便在未来构建更好的答疑系统。

在我们工作的同时，也有一些与我们类似的工作，包括SEARCHQA （Dunn et al.，2017）和QUASAR-T （Dhingra et al.，2017b），它们都为JEOPARDY提供了相关的文档。questions——前者使用LUCENE索引从CLUEWEB检索文档，后者使用谷歌搜索。TRIVIAQA （Joshi et al.， 2017）也有一个开放域设置，其中保存所有从Bing web搜索中检索到的文档。然而，这些数据集仍然关注从检索到的文档中回答问题的任务，而我们更感兴趣的是构建端到端的QA系统。







          

      

      

    

  

    
      
          
            
  
Chapter 6 Conversational Question Ansering

在最后一章，我们讨论了如何从神经阅读理解中构建一个通用知识的问答系统。然而，大多数现在的QA系统被限制于回答独立的问题，例如，每次我们问一个问题，系统返回一个结果而不具备考虑上下文的能力。在这一章中，我们打算处理另一个具有挑战性的问题Conversational Question Answering。在这个问题下，机器必须理解一个文本篇章并且回答一系列出现在对话中的问题。

人类通过一系列相互关联的问题和答案的对话来收集信息。因此，为了帮助机器收集信息，有必要使它们能够回答会话问题。图6.1显示了正在阅读一篇文章的两个人之间的对话，一个充当提问者，另一个充当回答者。在这个对话中，第一个问题之后的每个问题都依赖于对话的历史。例如，Q5 who？只有一个词，不知道已经说了些什么是不可能回答的。提出简短的问题是一种有效的人类对话策略，但是对于机器来说，这些问题确实很难解析。因此，会话问答结合了对话和阅读理解的挑战。

我们相信建造一个能够回答这样的对话问题的系统能够在我们未来的对话AI系统中扮演一个重要的角色。为了解决这个问题，我们需要建造有效的datasets以及对话QA模型，并且我们将会在这一章中描述它们二者。
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本章组织如下。我们首先在第6.1节讨论相关工作，然后在第6.2节中介绍COQA （Reddy et al.， 2019），这是一个会话性的问题回答挑战，用于测量机器参与问答式对话的能力。我们的数据集包括127k问题以及答案，来自七个不同领域的8k个文本段落对话。我们定义任务并描述数据集收集过程。我们还对数据集进行了深入的分析，发现会话问题具有现有阅读理解数据集中不存在的挑战性现象，如指代和语用推理。接下来，我们将描述我们在6.3节中为COQA构建的几个强大的会话和阅读理解模型，并在6.4节中给出实验结果。最后，我们讨论会话问答的未来工作（6.5节）。


6.1 Related Work

对话性问题的回答与dialogue直接相关。自然语言理解的主要目标之一是建立对话代理或对话系统，以便用自然语言与人类对话。最常见的两类对话系统是：任务导向和闲谈对话。任务导向的对话系统是为特定的任务而设计的，用于进行简短的对话（例如，预订机票或预订餐馆）。它们是根据任务完成率或任务完成时间来评估的。相比之下，闲谈聊天对话系统是为扩展的、非正式的对话而设计的，没有特定的目标。通常，用户参与和交互的时间越长，这些系统就越好。

回答问题也是对话系统的一个核心任务，因为人类与对话主体互动最常见的需求之一就是寻找信息，提出各种话题的问题。基于qa的对话技术已经在自动化的个人助理系统中得到了广泛的发展，比如亚马逊的ALEXA、苹果的SIRI或谷歌assistant，这些系统要么基于结构化的知识库，要么基于非结构化的文本集合。现代对话系统大多建立在深度神经网络之上。对于不同类型对话系统的神经方法的全面调查，我们建议读者参考（Gao et al.， 2018）。

我们的工作和（Das et al.， 2017）的Visual Dialog任务以及（Saga et al .， 2018）的Complex Sequential Question Answering 任务非常相关，这两个任务分别在图像和知识图谱上面进行了会话性的问答，后者关注通过套用模版获得的问题。图6.2分别展示了每个任务的一个例子。我们关注的是一段文字的对话，这需要阅读理解的能力。
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另一个相关的研究是sequential question answering（Iyyer et al.， 2017； Talmore and Berant， 2018），在这个问题中一个复杂的问题被拆解为一系列简单的问题。例如，问题What super hero from Earth appeared most recently？ 可以被拆解为以下三个问题：1，Who are all of the super heroes？ 2， Which of them come from Earch？ And 3， Of thos， who appeared most recently？ 因此，他们的关注点是如何通过连续的问答回答一个复杂的问题，而我们更感兴趣的是自然存在的各种话题的对话，而问题可以依赖于对话的历史。【译者注：他们研究的是解决一个复杂的问题，但是自然对话往往直接是由一系列的问题回答构成的，这才是我们（cdq）要解决的问题】




6.2 CoQA： A Conversational QA Challenge

在这个小节，我们介绍COQA，用于建造Conversional Question Answering systems的新数据集。我们开发COQA有三个主要目标。第一个是关注人类对话中问题的本质。就像在图6.1中可以看到的一个例子，在这个对话中，第一个问腿之后的每一个问题都依赖于对话历史。现在，没有大型阅读理解数据集包含依赖于对话数据集的问题并且这个是COQA开发的主要目的。

第二个目标是保证对话中的回答的自然性。就像我们在之前的章节中讨论过的，大多数现存的阅读理解数据集要么将答案限制在给定篇章的一个连续范围内，要么就允许存在不太像人类说出的自由形式的答案（e.g. NARRATIVEQA）。我们的愿望是1）答案不应该只基于范围获取，这样任何问题都可以问，对话也可以自然进行。例如，对于Q4 How many？如图6.1所示。2）仍然支持具有强力人类性能的可靠的自动评估。因此，我们提出答案可以是自由形式的文本（抽象的答案），而提取范围作为实际答案的依据。因此，Q4的答案就是简单的Three，而它的基本原理是跨越多个句子的。

COQA的第三个目标是支持构建性能可靠的跨领域QA系统。目前的阅读理解数据集主要集中在单一领域，难以对现有模型的泛化能力进行测试。因此，我们从七个不同的领域收集数据——儿童故事、文学、初中和高中英语考试、新闻、维基百科、科学文章和Reddit。最后两个用于域外评估。


6.2.1 Task Definition

我们首先正式的定义我们的任务。给定一个段落P，对话由n个回合组成，每个回合由（Qi， Ai， Ri）， i = 1，…n，其中Qi和Ai表示第i个回合的问题和答案，Ri是支持答案Ai的基本原理，并且必须是文章的单个跨度。这个任务被定义为根据到目前为止的对话回答下一个问题Qi： Q1， A1，…Qi−1 Ai−1。值得注意的是，我们收集Ri的目的是希望它们能够帮助理解答案是如何产生的，并改进我们的模型的培训，而在评估过程中没有提供这些模型。

对于图6.3中的示例，对话以问题Q1开始。根据文章中的证据R1，我们用A1回答Q1。在这个例子中，回答者只写了Governor作为答案，但选择了一个更长的理由，The Virginia governor’s race。当我们讲到Q2时where？，我们必须回顾谈话的历史，否则它的答案可能是Virginia or Richmond。在我们的任务中，会话历史对于回答许多问题是必不可少的。我们使用会话历史Q1和A1来回答Q2和A2基于证据R2。对于一个无法回答的问题，我们给出unkonwn作为最终答案，不强调任何理由。
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在这个例子中，我们观察到焦点的实体随着谈话的进展而变化。提问者在Q4中用his代表Terry，在Q5中用he代表Ken。如果不能正确地解决这些问题，我们将得到不正确的答案。问题的会话性质要求我们从多个句子中推理（当前的问题和之前的问题或答案，以及文章中的句子）。常见的情况是，一个问题可能需要跨越多个句子的基本原理（例如图6.1的Q1 Q4和Q5 ）。我们在6.2.3中描述了附加的问答类型。




6.2.2 Dataset Collection

我们将数据集收集过程详细描述如下。每段对话都有两个注释者，一个提问者和一个回答者。这种设置比使用一个注释器同时充当提问者和回答者有几个优点：1）当两个注释器谈论一篇文章时，他们的对话流与自言自语相比是自然的；2）当一个注释者回答一个模糊的问题或一个不正确的答案时，另一个注释者可以升起一个标志，我们用它来识别坏工人；3）当两个注释者有不同意见时，他们可以通过单独的聊天窗口讨论指导方针。这些措施有助于防止垃圾邮件，并获得高协议数据

我们使用Amazon Mechanical Turk （AMT）对通道a上的工人进行配对，并使用ParlAI Mturk API （Miller et al.， 2017）。平均来说，每一篇文章需要3.6美元用于收集对话，另外4.5美元用于为开发和测试数据收集另外三个答案。

Collection interface。我们为提问者和回答者提供了不同的界面（图6.4和图6.5）。提问者的角色是提出问题，而回答者的角色是除了强调基本原理之外，还要回答问题。为了增加词汇的多样性，我们希望提问者避免在文章中使用精确的词汇。当他们输入一个已经出现在文章中的单词时，我们提醒他们如果可能的话重新解释问题。对于答案，我们希望答题者坚持使用文章中的词汇，以限制可能答案的数量。我们鼓励这一点，自动复制突出显示的文本到答案框中，并允许他们编辑复制的文本，以生成一个自然的答案。我们发现78%的答案至少有一次修改，比如改变一个单词的大小写或添加标点符号。
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Passage selection。我们从七个不同的领域选择段落：儿童故事从mct（理查森et al .， 2013），文学从项目Gutenberg4，初中和高中英语考试从种族（赖et al .， 2017），从CNN新闻文章（Hermann et al .， 2015），从维基百科的文章，文章从AI2科学问题（Welbl et al .， 2017）和Reddit的文章写作提示数据集（风扇et al .， 2018）。

并不是所有这些领域的文章都适合生成有趣的转换。只有一个实体的文章常常会引发完全集中在那个实体上的问题。我们选择了包含多个实体、事件和代词引用的段落——ing Stanford CORENLP （Manning et al.， 2014）。我们把长篇大论的文章截短到前几段，大约有200个字。

表6.1显示了域的分布。我们保留科学和Reddit做的主要领域外的评估。对于每个在域的数据集，我们分手有100个通道的数据（在开发集，100通道的测试集，训练集，其余的。相比之下，对于每个范围之外的数据集，我们只有100个篇章测试集没有任何training或者developing set。

Collecting multiple answers：COQA中的一些问题可能有多个有效答案。例如，图6.3中Q4的另一个答案是共和党候选人。为了解释答案的变化，我们为开发和测试数据中的所有问题收集了三个额外的答案。由于我们的数据是对话式的，问题影响答案，答案又影响后续问题。在前面的例子中，如果最初的答案是共和党候选人，那么下面的问题是他属于哪个党派？一开始就不会发生。当我们将已有对话中的问题展示给新回答者时，很可能会偏离原来的答案，从而使对话变得不连贯。因此，重要的是使它们与最初的答案达成共识。

我们通过将收集答案的任务转换为预测原始答案的游戏来实现这一点。首先，我们向新回答者显示一个问题，当她回答时，我们显示原始答案，并要求她验证她的答案是否与原始答案匹配。对于下一个问题，我们让她猜出最初的答案，并再次验证。我们重复这个过程，直到对话结束。在我们的实验中，当我们使用这个验证设置时，人类F1得分增加了5.4%。




6.2.3 Dataset Analysis

什么使得COQA数据集与现有的阅读理解数据集（如SQUAD）相比更具会话性？对话是如何从一个转到另一个的？COQA中的问题表现出什么样的语言现象？我们在下面回答这些问题。

Comparison with SQUAD 2.0： 下面，我们将对COQA和SQUAD 2.0进行深入比较（Rajpurkar等，2018）。图6.6显示了fre- quent三元组前缀的分布。虽然在SQUAD 2.0中不存在COQA的引用，但是COQA的几乎每个部分都包含COQA的引用（他、他、她、it、他们），这表明COQA是高度可会话的。由于答案的自由形式，我们期望在COQA中有比SQUAD 2.0更丰富的问题。尽管有近一半的SQUAD 2.0问题由什么问题主导，但是COQA的分布分布在多个问题类型中。前缀did、was、is、does和does在COQA中经常出现，但在SQUAD 2.0中完全没有。
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因为一个对话散布在多轮中，我们期望对话的问答能够被缩短到一个独立的交互中。事实上，COQA的问题能够备用一两个单词构造（Who？ When？ Why？）。就像在Table6.2中看到的，COQA中的为问题长度平均为5.5个单词，但是SQUAD的平均长度为10.1。而COQA中的答案通常比SQUAD中的短2.0。

表6.3提供了关于SQUAD 2.0和COQA中答案类型的见解。尽管SQUAD2.0的原始版本并没有任何不可回答的问题，SQUAD单一地集中在获取他们以导致了比COQA中更高的频率。SQUAD2.0中全部都是提取答案，而COQA中有66.8%的答案可以在忽略标点和大小写之后可以被提取。这高于我们的预期。我们的猜想是人类因为工资这样的人为因素会影响工人提出的能够通过选择文本更快回答的问题值得注意的是，COQA有11.1%以及8.7%的问题是yes或者no这样的答案，而SQUAD2.0一个都没有。这两个数据集都有大量的命名实体和名词短语作为答案。
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Conversation flow：连贯的谈话必须有平稳的转折。我们希望文章的叙述结构能影响我们的对话流。我们将文章分成10个统一的块，并根据基本原理的跨度来确定某个转弯的兴趣块及其转换。

图6.7描绘了前10个回合的对话流。开始的时候，人们往往会把注意力集中在开始的几句话上，随着谈话的进行，注意力会转移到后面的几句话上。此外，转弯过渡是平滑的，焦点通常保持在同一块或移动到相邻块。最频繁的转换发生在第一个和最后一个块上，同样，这些块也有不同的外部转换。【译者：看起来我们可以通过一个window来圈定上下文的范围】
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Linguistic phemnomena。我们进一步分析了它们与篇章和会话历史的关系问题。我们在开发集中抽取了150个问题，并对各种现象进行了注释，如表6.4所示。
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如果一个问题至少包含一个出现在文章中的实义词，我们将其归类为lexical match（词汇匹配）。这些问题约占问题总数的29.8%。如果没有词汇匹配，而是对rational的释义，我们将其归类为paraphrasing（释义）。这些问题包括同义、反义、下义、否定等现象。这些构成了43.0%的问题。剩下的27.2%的问题，不是词汇匹配，我们将他们归类到prgmatics（实际的实用的）这些包括常识类现象和假定现象。例如，问题was he loud and boisterous？ 并不是he dropped his feet with the lithe softness of a cat的背后原理的直接转述，但是组成这个世界知识的原理可以回答这个问题。

对于一个问题和它的会话历史之间的关系，我们将问题分为依赖于会话历史还是独立于会话历史。如果不确定，则询问是否包含显式标记。

因此，约有30.5%的问题不依赖于与会话历史的相互参照，而是可以自己回答。几乎一半的问题（49.7%）包含明确的共同参照标记，如he， she， it。它们要么引用对话中引入的实体，要么引用对话中引入的事件。其余19.8%没有显式的协引用标记，而是隐式地引用实体或事件。
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6.3 Models

给出一个段落p，对话历史{q1， a1，…qi - 1， ai - 1} and a question qi， the task is to predict the answer ai。我们的任务可以建模为会话响应生成问题或阅读理解问题。我们评估来自每一类模型的强基线，以及COQA上这两种模型的组合。


6.3.1 Conversational Models

会话模型的基本目标是根据会话历史预测下一个话语。序列到序列（seq2seq）模型（Sutskever et al.， 2014）在生成会话响应方面显示出了良好的结果（Vinyals和Le， 2015；李等，2016；张等，2018）。由于他们的成功，我们使用了一个标准的序列到序列模型，其中包含一个生成答案的注意机制。我们附加了段落、会话历史（最后n轮的问题/答案对）和当前的问题，p  qi−n  ai−n… qi−1  ai−1  qi，并将其输入一个双向LSTM编码器，其中和是用作分隔符的特殊令牌。然后，我们使用LSTM解码器生成答案，该解码器负责处理编码器的状态。
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Chapter 7 Conclusions

在这篇论文中，我们对神经阅读理解的基础（第一部分）和应用（第二部分）进行了全面的概述，以及自2015年末神经阅读理解出现以来，我们是如何为这一领域的发展做出贡献的。

在第二章中，我们回顾了阅读理解的历史，这可以追溯到20世纪70年代。当时，研究人员已经认识到它作为测试计算机程序语言理解能力的一种适当方法的重要性。然而，直到2010年代，阅读理解才开始被表述为一个监督学习问题，以三组（短文、问题、答案）的形式收集人类标记的训练例子。自2015年以来，通过对大规模监督数据集的创建，以及神经阅读理解模型的开发，该领域已经完成了重塑。尽管到目前为止只有3年的时间，但这个领域的发展速度惊人。在建立更好的数据集和更有效的模型方面的创新也相继出现，它们都对该领域的发展做出了贡献。我们还正式定义了阅读理解的任务，并描述了四种最常见的问题类型：完形填空、多项选择、跨度预测和自由形式的答案及其评价指标。

在第三章中，我们涵盖了现代神经阅读理解模型的所有要素。我们介绍了斯坦福专注读者，这是我们首先为CNN/每日邮报的完形填空任务提出的，是该领域最早的神经阅读压缩模型之一。我们的模型在其他完形填空和多项选择题中得到了广泛的研究。后来我们将其应用到球队数据集中，并取得了当时最先进的性能。与传统的基于特征的模型相比，该模型不依赖于任何下游语言特征，所有参数共同优化。通过实验和仔细的手工分析，我们得出结论，神经模型在识别词汇匹配和释义方面更强大。我们还讨论了最近在开发神经阅读理解模型方面的进展，包括更好的单词表示、注意机制、LSTMs的替代品，以及其他进展，如训练目标和数据增强。

在第四章中，我们讨论了该领域未来的工作和有待解决的问题。我们检查了SQUAD的错误案例（对于我们的模型和超越人类表现的最先进的模型）。我们的结论是，这些模型对文本进行了非常细致的匹配，但它们仍然难以理解实体与文本中所表达的事件之间的内在结构。我们稍后讨论了模型和数据集的未来工作。对于模型，我们认为除了精确性之外，还有其他被忽略的重要方面，这些方面是我们在未来需要改进的，包括速度和可伸缩性、健壮性和可解释性。我们也相信未来的模型将需要更多的结构和模块来解决更困难的阅读理解问题。对于数据集，我们讨论了最近在SQUAD之后的数据集开发——这些数据集要么需要通过句子或者文档进行更加复杂的推理，要么需要处理更长的文档，或者需要生成自行形式的答案，而不是直接提取一个范围，或者当文档中没有正确答案时进行预测。最后，我们检测了几个我们认为对于未来的神经阅读理解比较重要的问题。

在第二部分中，我们想要回答的关键问题是：阅读理解仅仅是衡量语言理解的一个任务吗？如果我们能够构建一个高性能的阅读理解系统，能够在短时间内回答理解问题，那么它是否能够实现有用的应用呢？

在第五章中，我们展示了我们可以结合信息检索技术和神经阅读理解模型来构建一个开放领域的问答系统：在大型百科全书或网络上回答一般问题。特别地，我们在DRQA项目中实现了这个想法，这是一个大型的、基于英语维基百科的真实问题回答系统。我们在多个问题回答基准上对系统进行了评估，证明了该方法的可行性。我们还提出了一个程序，从其他问答资源中自动创建额外的远程监督培训示例，并证明了该方法的有效性。我们希望我们的工作在这一研究方向上迈出第一步，这种信息检索和神经阅读理解相结合的新范式最终将导致新一代开放领域的问题回答系统。

在第6章中，我们讨论了会话问题的回答问题，即计算机系统需要理解文本段落并回答会话中出现的一系列问题。为了解决这个问题，我们构建了COQA：一个会话性问题回答挑战，用于测量机器参与问答式对话的能力。我们的数据集包含127k个带答案的问题，来自七个不同领域的8k个关于文本段落的对话。基于会话和阅读推理模型，我们还为这项新任务建立了几个具有竞争力的基线。我们相信，构建这样的系统将在我们未来的会话人工智能系统中发挥至关重要的作用。

总之，我们对过去三年在这一领域取得的进展感到非常兴奋，并很高兴能够为这一领域作出贡献。同时，我们也深信，要达到真正的人的阅读理解水平还有很长的路要走，我们仍然面临着巨大的挑战，还有很多悬而未决的问题需要我们在未来加以解决。一个关键的挑战是，我们仍然没有好的方法来达到更深层次的阅读理解——这些问题需要理解文本的推理和含义。通常这种情况会发生在“如何”或“为什么”的问题上，比如在故事中，“辛西娅为什么对她的母亲不高兴？，约翰试图怎样弥补他最初的错误？“（In the story, why is Cynthia upset with her mother?, How
does John attempt to make up for his original mistake?）在未来，我们必须解决所讨论内容的基础科学问题以达到这种阅读理解的水平，而不仅仅是通过文本匹配来回答问题。

我们也希望鼓励更多的研究人员致力于应用，或将神经阅读理解应用于新的领域或任务。我们相信，它将引导我们构建更好的问答和会话代理，并希望看到这些想法在行业应用中得到实现和发展。
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结束-感想

时间：三个月翻译，一个月修理格式。也是够慢的。可以del掉这个alias了。

坦白说，翻译这个事情还真的挺累的，有时候下班太累了就不想看了。有时候看了就不想写了。有时候没看懂，也不知道该咋写，经常借助有道词典。最近工作紧张起来，也没有很多时间仔细看论文，越往后越累，越难，好忧桑。。。周末赶紧加班弄好，喝了一天的红茶，终于搞定了。虽然有点累，不过挺开心。

有很多时间花在公式、格式上了。以为之前翻译过一本书，再来弄这个会容易很多，我还是太年轻了。

文章中讨论的知识很全面，我想可以作为一个参考书性质的东西，遇到问题的时候回头来看看，查找一下解决方案。有时候也不是你没学过，学过会忘记啊。最近遇到一个问题没有数据集，我也很头疼，就随便翻翻这本论文，就看到back trans，emmm，尽管我已经读过这个了。。。。我之前咋就没想到[可能是我太傻了]

anyway，这个过程也复习了英语，也全面预习了一下神经阅读理解的内容，也熟悉了一下markdown、readdocs以及公式编辑器，还有typora这个挺好用的markdown编辑器。读论文读的我都想回炉继续进修了。特别是最近又在看Cho 的 Natural Language Uniderstanding with Distributed Representation ，开头第一句就很有趣，总感觉在这一点上老师和我能聊在一起。什么the road we will not take，还把乔姆斯基以及Yoav Goldberg大似夸奖了一番。还有github上的有趣的readme。

最近在跟stanford cs224n的课程，感兴趣的同学可以到这里：

https://github.com/DukeEnglish/cs224n_learning_note

虽然学过了，咋感觉都忘记了呢。对不起我的研究生导师。。。

这个课程的default final 是squad2。到时候回来再借鉴一下这个论文吧。

再次感谢作者的这篇论文，收获很多。也很感谢其对NLP的贡献。

大家加油，与君共勉。

啊，好好学习，天天向上吧！！！

Duke Lee

另外，感谢以下公众号/社区的转发，希望我们可以一起学习一起进步：

DataFun：https://mp.weixin.qq.com/s/2gUhlgIaL_Qi0M8iPbWMkA

AINLP：https://mp.weixin.qq.com/s/3c1SMqHroyy3yXKW4cvITA
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译者介绍

前美团点评算法工程师，曾拉扯过自然语言处理平台。谨记兴哥的长期有耐心和晶锦大佬的不自嗨。

好好学习天天向上，各位小伙伴一起学习呀！希望不给母校丢人。

致力于帮助自己和身边的人一起变好。

个人主页 [https://dukeenglish.github.io/]：https://dukeenglish.github.io/

本译文知乎博客 [https://zhuanlan.zhihu.com/p/75492327]：https://zhuanlan.zhihu.com/p/75492327
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to become competitive with traditional speech recognizers on certain tasks.
Later it was combined with CTC in stacks of LSTM RNNs. In 2015, Google's
speech recognition reportedly experienced a dramatic performance jump of
49% through CTC-trained LSTM, which is now available through Google

Voice to all smartphone users, and has become a show case of deep learning.

(d) Question
Answer
Wiki. article

Passage

What is the answer to life, the universe, and everything?

42

Phrases from The Hitchhiker’s Guide to the Galaxy

The number 42 and the phrase, "Life, the universe, and everything” have at-
tained cult status on the Internet. “Life, the universe, and everything” is a
common name for the off-topic section of an Internet forum and the phrase is
invoked in similar ways to mean "anything at all”. Many chatbots, when asked
about the meaning of life, will answer "42". Several online calculators are also
programmed with the Question. Google Calculator will give the result to “the
answer to life the universe and everything” as 42, as will Wolfram’s Compu-
tational Knowledge Engine. Similarly, DuckDuckGo also gives the result of
“the answer to the ultimate question of life, the universe and everything™ as 42.
In the online community Second Life, there is a section on a sim called "42nd
Life.” It is devoted to this concept in the book series, and several attempts at

recreating Milliways, the Restaurant at the End of the Universe, were made.

Table 5.4: Sample predictions of our DRQA system.
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(a)

Question

Answer

What is question answering?

a computer science discipline within the fields of information retrieval
and natural language processing

Question Answering

Question Answering (QA) is a computer science discipline within the fields
of information retrieval and natural language processing (NLP), which is con-
cerned with building systems that automatically answer questions posed by

humans in a natural language.

(b) Question Which state is Stanford University located in?
Answer California
Wiki. article Stanford Memorial Church
Passage Stanford Memorial Church (also referred to informally as MemChu) is located
on the Main Quad at the center of the Stanford University campus in Stanford,
California, United States. It was built during the American Renaissance by
Jane Stanford as a memorial to her husband Leland. Designed by architect
Charles A. Coolidge, a protégé of Henry Hobson Richardson, the church has
been called "the University’s architectural crown jewel .
(c) Question Who invented LSTM?
Answer Sepp Hochreiter & Jiirgen Schmidhuber
Wiki. article Deep Learning
Passage Today, however, many aspects of speech recognition have been taken over by

a deep learning method called Long short-term memory (LSTM), a recurrent
neural network published by Sepp Hochreiter & Jiirgen Schmidhuber in 1997.
LSTM RNNs avoid the vanishing gradient problem and can learn “Very Deep
Learning” tasks that require memories of events that happened thousands of

discrete time steps ago, which is important for speech. In 2003, LSTM started
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Domain # Passages # Q/A Passage # Turns per

pairs  length passage
Children’s Stories 750  10.5k 211 14.0
Literature 1,815 25.5k 284 15.6
Mid/High School Exams 1911  28.6k 306 15.0
News 1,902 28.7k 268 15.1
Wikipedia 1,821 28.0k 245 15.4

Out of domain

Science 100 1.5k 251 15.3
Reddit 100 1.7k 361 16.6

Total 8,399 127k 271 15.2

Table 6.1: Distribution of domains in COQA.
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Jessica went to sit in her rocking chair. Today was her birthday and she was turn-
ing 80. Her granddaughter Annie was coming over in the afternoon and Jessica
was very excited to see her. Her daughter Melanie and Melanie’s husband Josh
were coming as well. Jessica had .. .

@1: Who had a birthday?

Aj: Jessica

Ry: Jessica went to sit in her rocking chair. Today was her birthday and she was
turning 80.

(2: How old would she be?
Ay 80
Ry: she was turning 80

(3 Did she plan to have any visitors?
As: Yes
Rj3: Her granddaughter Annie was coming over

@4: How many?
Ay: Three

Ry: Her granddaughter Annie was coming over in the afternoon and Jessica was
very excited to see her. Her daughter Melanie and Melanie’s husband Josh were
coming as well.

Q5: Who?
Annie, Melanie and Josh

R5: Her granddaughter Annie was coming over in the afternoon and Jessica was
very excited to see her. Her daughter Melanie and Melanie’s husband Josh were
coming as well.

Figure 6.1: A conversation from our COQA dataset. Each turn contains a question (Q;),
an answer (A;) and a rationale ([;) that supports the answer.
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Figure 5.1: The high-level architecture of IBM’s DEEPQA used in WATSON. Image cour-
tesy: https://en.wikipedia.org/wiki/Watson_(computer).
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Figure 5.2: An overview of our question answering system DrQA.
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Figure The average length of questions and answers in our QA datasets. All the
statistics are computed based on the training sets.
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# Category
Exact match 13%
Paraphrasing 41%
Partial clue 19%

Multiple sentences 2%

Coreference errors 8%
Ambiguous / hard  17%

AN | B W=

Table 3.6: An estimate of the breakdown of the dataset into classes, based on the analysis
of our sampled 100 examples from the CNN dataset.
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Dataset WIKI. SEARCH DOCUMENT RETRIEVER

unigram bigram
TREC 81.0 85.2 86.0
WEBQUESTIONS 73:9 755 74.4
WIKIMOVIES 61.7 54.4 70.3

Table 5.2:  Document retrieval results. % of questions for which the answer segment
appears in one of the top 5 pages returned by the method.
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(a) | Question: What is the total number of professors, instructors, and lecturers at
Harvard?

Passage: Harvard’s 2.400 professors, lecturers, and instructors instruct 7.200 un-
dergraduates and 14,000 graduate students. The school color is crimson, which
is also the name of the Harvard sports teams and the daily newspaper, The Har-
vard Crimson. The color was unofficially adopted (in preference to magenta) by
an 1875 vote of the student body, although the association with some form of
red can be traced back to 1858, when Charles William Eliot, a young graduate
student who would later become Harvard’s 21st and longest-serving president
(1869—1909), bought red bandanas for his crew so they could more easily be
distinguished by spectators at a regatta.

Gold answer: 2,400

Predicted answer: 7,200

(b) | Question: Which team won Super Bowl 507

Passage: Super Bow! 50 was an American football game o determine the cham-
pion of the National Football League (NFL) for the 2015 season. The Amer-
ican Football Conference (AFC) champion Denver Broncos defeated the Na-
tional Football Conference (NFC) champion Carolina Panthers 24-10 to eamn
thei third Super Bowl e The game was played on February 7, 2016, at Levi's

the S0t Super Bowl the lc.:guc empha fzed the " goldcn annivers
ious gold-themed initiatives, as well as temporarily sus|

naming each Super Bow! game with Roman numerals (under which the game
would have been known as "Super Bowl L"), so that the logo could prominently
feature the Arabic numerals 50.

Gold answer: Denver Broncos

Predicted answer: Carolina Panthers

(c) | Question: What is the population of the second largest city in California?
Passage: Los Angeles (at 3.7 million people) and San Diego (at 1.3 million
people), both in southern California, are the two largest cities in all of California
(and two of the eight largest cities in the United States). In southern California
there are also twelve cities with more than 200,000 residents and 34 cities over
100,000 in population. Many of southern California’s most developed cities lie
along or in close proximity to the coast, with the exception of San Bernardino
and Riverside.

Gold answer: 1.3 million

Predicted answer: 100,000

Figure 4.1: Several failure cases of our model on SQUAD. Gold answers are marked as
blue and predicted answers are marked as red.
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Components

F1 improvement

References

GLOVE=-FASTTEXT 78.9 = 79.8: +0.9 (Mikolov et al., 2017)
Character embeddings 754 =77.3: +1.9 (Seoetal., 2017)
Contextualized embeddings: ELMO 81.1 = 85.8: +4.7 (Peters et al., 2018)
Question to passage attention 73.7=177.3: +3.6 (Seoetal., 2017)
Self-attention over passage 76.7 = 79.5: +2.8 (Wangetal., 2017)
3-layer LSTMs = 6-layer SRUs 78.8 = 80.2: +1.4 (Leietal., 2018)
Mixed training objective 82.1 = 83.1: +1.0 (Xiong etal., 2018)
Data augmentation 82.7=83.8: +1.1 (Yuetal, 2018)

Table 3.7: A summary of recent advances on SQUAD. The numbers are taken from the
corresponding papers, on the development set of SQUAD.
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Figure 6.2: Other conversational question answering tasks on images (left) and KBs (right).
Images courtesy: (Das et al., 2017) and (Guo et al., 2018) with modifications.
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SQUAD 2.0 CoQA

Passage Length 117 271
Question Length 10.1 55
Answer Length 32 2.7

Table 6.2: Average number of words in passage, question and answer in SQUAD 2.0 and
CoQA.

SQUAD 2.0 CoOQA

Answerable 66.7%  98.7%
Unanswerable 33.3% 1.3%
Extractive 100.0%  66.8%
Abstractive 0.0% 33.2%
Named Entity 359% 28.7%
Noun Phrase 25.0%  19.6%
Yes 0.0% 11.1%
No 0.1% 8.7%
Number 16.5% 9.8%
Date/Time 7.1% 3.9%

Other 155% 18.1%

Table 6.3: Distribution of answer types in SQUAD 2.0 and COQA.
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Category

Question

Passage

Exact Match

it s clear @entity0is lean-
ing toward @placeholder
. says an expert who mon-
itors @entity0

@entity116, who follows @entity0
s operations and propaganda closely
. recently told @entity3 . ir s clear
@entity0 s leaning toward @entity60
in terms of doctrine , ideology and an
‘emphasis on holding territory after op-
erations

Paraphrasing

@placeholder says he un-
derstands why @entity0
wo n’t play at his tourna-
ment

@entity0 called me personally to let
me know that he would n't be playing
here at @entity23 ,” @entity3 said on
his @entity21 event s website

Partial clue

atv movie based on @en-
tity2 s book @place-
holder casts a @entity76
actor as @entity5

to @entity12 @entity2 professed
that his @entity11 is not a religious
book

Multiple sent.

he ’s doing a his - and -
her duet all by himself .
@entity6 said of @place-
holder

we got some groundbreaking per-
formances , here too . tonight , @en-
tity6 said . we got @entityl7 , who
will be doing some musical perfor-
mances . he ’s doing a his - and - her
duet all by himself

Coref. Error

rapper  @placeholder ™
disgusted , ™ cancels up-
coming show for @en-
tity280

with hip - hop star @entity246 say-
ing on @entity247 that he was cancel-
ing an upcoming show for the @en-
1ity249 . .. (but @entity249 = @en-
tiy280 = SAES)

Hard

pilot error and snow were
reasons stated for @place-
holder plane crash

a small aircraft carrying @entity$ ,
@entity6 and @entity7 the @entity 12
@entity3 crashed a few miles from
@entity9 , near @entity 10, @entity11

Figure 3.2: Some representative examples from each category on the CNN dataset.





_images/34f94fd156ee49162dfe8fe496d5e31822ca8bc5.jpg
Type SEQ2SEQ PGNET SAR HYBRID HUMAN

Answer Type
Answerable 27.5 454 54.7 66.3 89.9
Unanswerable 339 38.2 55.0 51.2 72.3
Extractive 20.2 43.6 69.8 70.5 91.1
Abstractive 43.1 49.0 227 57.0 86.8
Named Entity 21.9 43.0 72.6 72.2 92.2
Noun Phrase 17.2 372 64.9 64.1 88.6
Yes 69.6 69.9 79 72.7 95.6
No 60.2 60.3 184 58.7 95.7
Number 15.0 48.6 66.3 71.7 91.2
Date/Time 13.7 50.2 79.0 79.1 91.5
Other 14.1 33.7 535 55.2 80.8

Question Type
Lexical Matching 20.7 40.7 572 65.7 91.7
Paraphrasing 23.7 33.9 46.9 64.4 88.8
Pragmatics 339 43.1 574 60.6 84.2
No coreference 16.1 31.7 54.3 579 90.3
Explicit coreference 30.4 423 49.0 66.3 87.1
Implicit coreference 31.4 39.0 60.1 66.4 88.7

Table 6.6: Fine-grained results of different question and answer types in the develop-
ment set. For the question type results, we only analyze 150 questions as described in
Section 6.2.3.
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Alyssa got to the beach after a long trip. She’s from Charlotte. She traveled
from Atlanta. She’s now in Miami. She went to Miami to visit some friends.
But she wanted some time to herself at the beach, so she went there first. After
going swimming and laying out, she went to her friend Ellen’s house. Ellen
greeted Alyssa and they both had some lemonade to drink. Alyssa called her
friends Kristen and Rachel to meet at Ellen’s house. The girls traded stories
and caught up on their lives. It was a happy time for everyone. The girls went
to a restaurant for dinner. The restaurant had a special on catfish. Alyssa
enjoyed the restaurant’s special. Ellen ordered a salad. Kristen had soup.
Rachel had a steak. After eating, the ladies went back to Ellen’s house to
have fun. They had lots of fun. They stayed the night because they were tired.
Alyssa was happy to spend time with her friends again.

(a)
(b)

(©

Question: What city is Alyssa in?
Answer: Miami
Question: What did Alyssa eat at the restaurant?

Answer: catfish
Question: How many friends does Alyssa have in this story?

Answer: 3
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Figure 3.3: The per-category performance of our two systems: the STANFORD ATTEN-
TIVE READER and the feature-based classifier, on the sampled 100 examples of the CNN

dataset.
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Figure 6.7: Chunks of interests as a conversation progresses. The x-axis indicates the turn
number and the y-axis indicates the passage chunk containing the rationale. The height of
a chunk indicates the concentration of conversation in that chunk. The width of the bands
is proportional to the frequency of transition between chunks from one turn to the other.
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Al News Images Maps Videos More Settings Tools
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Staff. In 2017, 12,508 staff members supported teaching, learning and research at
Stanford. This includes 8,275 managerial and professional staff, 1,795 clerical staff,
and 972 service and maintenance staff. There are 1,466 employees at the SLAC
National Accelerator Laboratory.

University Governance and Organization | Facts 2018 - Stanford Facts
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Opportunity Statement (EEOS) 8/01/00.

University Governance and Organization | Facts 2018 - Stanford Facts
https://facts.stanford.edu/administration/ v

Staff. In 2017, 12,508 staff members supported teaching, learning and research at Stanford. This
includes 8,275 managerial and professional staff, 1,795 clerical staff, and 972 service and
maintenance staff. There are 1,466 employees at the SLAC National Accelerator Laboratory.
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Fort Lauderdale, Florida (CNN) — Just taking a sip of water or walking to the bath-
room is excruciatingly painful for 15-year-old Michael Brewer, who was burned over
65 percent of his body after being set on fire, allegedly by a group of teenagers.

“It hurts my heart to see him in pain, but it enlightens at the same time to know my
son is strong enough to make it through on a daily basis.” his mother, Valerie Brewer,
told CNN on Wednesday.

Brewer and her husband, Michael Brewer, Sr., spoke to CNN’s Tony Harris, a day
after a 13-year-old boy who witnessed last month’s attack publicly read a written
statement:

“I want to express my deepest sympathy to Mikey and his family,” Jeremy Jarvis
said.”T will pray for Mikey to grow stronger every day and for Mikey’s speedy re-
covery.”

Jarvis® older brother has been charged in the October 12 attack in Deerfield Beach,
Florida. When asked about the teen’s statement, Valerie Brewer — who knows the
Jarvis family — said she “can’t focus on that.”

“I would really like to stay away from that because that brings negative energy to me
and I don’t need that right now,” she said.

Her son remains in guarded condition at the University of Miami’s Jackson Memorial
Hospital Burn Center. He suffered second- and third-degree bumns over about two-
thirds of his body, according to the hospital’s associate director, Dr. Carl Schulman.
The teen faces a lifelong recovery from his injuries, Schulman told CNN’s Harris.

Q1: What is the subject of the story?
Aj: Michael Brewer

Q2: What happened to him?
As: He was burned

Q3: How badly?
Ajz: Over 65% of his body

Q4: Do we know who caused the burns?
Ay: Yes
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CNN Daily Mail SQuAD
#Train 380,298 879,450 87,599
#Dev 3,924 64,835 10,570
#Test 3,198 53,182 9,533
Passage: avg. tokens 761.8 813.1 1344
Question: avg. tokens 12.5 143 11.3
Answer: avg. tokens 1.0 1.0 3.1
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CNN DAILY MAIL

Model Dev Test Dev  Test
Frame-semantic model 36.3 402 355 355
Word distance model 50.5 509 564 555
Deep LSTM Reader 550 57.0 633 622
Attentive Reader 616 63.0 70.5 69.0
Impatient Reader 61.8 638 69.0 68.0
MemNNs (window memory) ¥ 580 60.6 N/A N/A
MemNNs (window memory + self-sup.) ¥ 63.4 66.8 N/A N/A
MemNNs (ensemble) 66.2* 69.4* N/A N/A
Our feature-based classifier 67.1 679 69.1 683
Stanford Attentive Reader 725 727 769 76.0

Stanford Attentive Reader (ensemble) 76.2* 76.5* 79.5* 78.7*
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Whether entity e occurs in the passage.

Whether entity e occurs in the question.

The frequency of entity e in the passage.

The first position of occurrence of entity e in the passage.

Word distance: we align the placeholder with each occurrence of entity e, and
compute the average minimum distance of each non-stop question word from the
entity in the passage.

Sentence co-occurrence: whether entity e co-occurs with another entity or verb
that appears in the question, in some sentence of the passage.

n-gram exact match: whether there is an exact match between the text surrounding
the placeholder and the text surrounding entity e. We have features for all combina-
tions of matching left and/or right one or two words.

Dependency parse match: we dependency parse both the question and all the
sentences in the passage, and extract an indicator feature of whether w >
@placeholder and w = e are both found; similar features are constructed for
@placeholder 5 w and e = w.
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In-domain Out-of-domain | Overall
Children Literature Exam News Wikipedia | Reddit Science
Development data
SEQ2SEQ 30.6 26.7 283 263 26.1 N/A N/A 27.5
PGNET 49.7 42.4 448 455 45.0 N/A N/A 454
SAR 524 52.6 514 568 60.3 N/A N/A 54.7
HYBRID 64.5 62.0 638  68.0 72.6 N/A N/A 66.2
HUMAN 90.7 88.3 89.1 899 90.9 N/A N/A 89.8
Test data
SEQ2SEQ 32.8 25.6 28.0 270 253 25.6 20.1 26.3
PGNET 49.0 433 475 475 45.1 38.6 38.1 44.1
SAR 46.7 53.9 541 578 59.4 45.0 51.0 52.6
HYBRID 64.2 63.7 67.1  68.3 714 57.8 63.1 65.1
HUMAN 90.2 88.4 89.8  88.6 89.9 86.7 88.1 88.8

Table 6.5: Models and human performance (F1 score) on the development and the test data.
SAR: STANFORD ATTENTIVE READER.
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Figure 6.6: Distribution of trigram prefixes of questions in SQUAD 2.0 and COQA.
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Phenomenon Example Percentage

Relationship between a question and its passage

Lexical match Q: Who had to rescue her? 29.8%
A: the coast guard
R: Outen was rescued by the coast guard

Paraphrasing Q: Did the wild dog approach? 43.0%
A: Yes
R: he drew cautiously closer

Pragmatics Q: Is Joey a male or female? 27.2%
A: Male

R: it looked like a stick man so she kept him.
She named her new noodle friend Joey

Relationship between a question and its conversation history

No coreference Q: What is IFL? 30.5%
Explicit coreference  Q: Who had Bashti forgotten? 49.7%
A: the puppy
Q: What was his name?
Implicit coreference  Q: When will Sirisena be sworn in? 19.8%
A: 6 p.m local time
Q: Where?

Table 6.4: Linguistic phenomena in COQA questions.
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P(z1,2,...,2,) = H Play | a1, ... 25 y) (3.36)
k=1
Only the top layer of the LSTM ﬁz") is used to predict the next token z;,. Similarly,
another L-layer LSTM is run backward and g;,") is used to predict the token xj_;. The
overall training objective is to maximize the log-likelihood from both directions:

n

Z (log P(xy | @1,...,25-1; Oy, 8LSTM-, O;) +log P(xk | Tht1,. .., &n; O, OLSTM 8, ))

= (3.37)
where O, and ©, are word embeddings and softmax parameters and shared for both LSTMs.
The final contextualized word embeddings are computed as a linear combination of all the

biLSTM layers and the input word embeddings, multiplied by a linear scalar:
L i L
ELMo(zz) = 7 (mx‘ +YFm) > ?ﬁ;“) (3.38)
j=1

Jj=1

All the weights v, s, ?j. <?j are task-specific and learned during the training process.
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Figure 6.8: The pointer-generator network used for conversational question answering.
The figure is adapted from See et al. (2017).
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Method Dev Test
EM F1 EM F1

Logistic regression (Rajpurkar et al., 2016) 40.0 51.0 404 51.0
Match-LSTM (Wang and Jiang, 2017) 64.1 739 647 737
RaSoR (Lee et al., 2016) 66.4 749 674 755
DCN (Xiong et al., 2017) 654 756 662 759
BiDAF (Seo et al., 2017) 67.7 773 68.0 77.3
Our model (Chen et al., 2017) 69.5 788 70.0 79.0
R-NET (Wang et al., 2017) 1.1 795 713 799
BiDAF + self-attention (Peters et al., 2018) N/A N/A 721 81.1
FusionNet (Huang et al., 2018b) N/A N/A 760 839
QANet (Yu et al., 2018) 73.6 827 N/A N/A
SAN (Liu et al., 2018) 76.2 84.1 76.8 844
BiDAF + self-attention + ELMo (Peters et al., 2018) N/A N/A 78.6 85.8
BERT (Devlin et al., 2018) 84.1 909 N/A N/A
Human performance (Rajpurkar et al., 2016) 80.3 90.5 823 912






_images/bd06cc2c8b1e48c8f84335595b6edd6b4bc44d43.jpg
oo ! ooo<-000 ! ooo

Context Question
Architectures @“m 2 2 3 3
Match-LSTM (Wang and Jiang, 2017) v
DCN (Xiong et al., 2017) v v
BiDAF (Seo et al., 2017) v v
RaSoR (Lee et al., 2016) v v
R-net (Wang et al., 2017) v v
Our model v

Figure 3.4: A summary of different layers of attention. Image courtesy: (Huang et al.,
2018b) with minimal modifications.
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Features F1

Full 78.8

No fioken 78.0 (-0.8)
NO fezact mateh 77.3 (-1.5)
No fatignea 77.3 (-1.5)
No futignea a0d fezact maten | 59-4 (-19.4)

Table 3.5: Feature ablation analysis of the paragraph representations of our model. Results
are reported on the SQUAD development set.
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The Virginia governor’s race, billed as the marquee battle of an otherwise anticlimactic
2013 election cycle, is shaping up to be a foregone conclusion. Democrat Terry McAuliffe,
the longtime political fixer and moneyman, hasn’t trailed in a poll since May. Barring
a political miracle, Republican Ken Cuccinelli will be delivering a concession speech on
Tuesday evening in Richmond. In recent ...

Q4
Ay

Ry

Qs
As
Rs

Qs
As
Rg

: What are the candidates running for?
: Governor
: The Virginia governor’s race

: Where?

: Virginia

: The Virginia governor’s race

: Who is the democratic candidate?

: Terry McAuliffe
: Democrat Terry McAuliffe

Who is his opponent?

Ken Cuccinelli
Republican Ken Cuccinelli

: What party does he belong to?
: Republican
: Republican Ken Cuccinelli

: Which of them is winning?
: Terry McAuliffe
: Democrat Terry McAuliffe, the longtime political fixer and moneyman, hasn’t trailed

in a poll since May

Figure 6.3: A conversation showing coreference chains in colors. The entity of focus
changes in Q4, Qs5, Q.
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0 24.0
1 275
2 21.4
all 21.0

41.3
43.9
44.6
45.4

50.4
54.7
54.6
523

61.5
66.2
66.0
64.3

Table 6.7: Results on the development set with different history sizes. History size ind
cates the number of previous turns prepended to the current question. Each turn contains
question and its answer. SAR: STANFORD ATTENTIVE READER.
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Dataset YodaQA DrQA DrQA*
SQuUAD FT MT SQuAD FT

TREC 313 197 257 254 213 288
WEBQUESTIONS 389 11.8 19.5 207 142 243
WIKIMOVIES N/A 245 343 365 319 460

Table 5.3: Full Wikipedia results. Top-1 exact-match accuracy (%). FT: Fine-tune (DS).
MT: Multitask (DS). The DRQA * results are taken from Raison et al. (2018).





_images/fbc8161bbc4d51a55e6cf843a14204e0bf5e2afb.jpg
Dataset

Example

Article / Paragraph

TREC

Q: What U.S. state’s motto is
“Live free or Die™?
A: New Hampshire

Article: Live Free or Die

Paragraph: “Live Free or Die” is the official
motto of the U.S. state of New Hampshire,
adopted by the state in 1945 possibly the
best-known of all state mottos, partly because
it conveys an rtive independence histori-
cally found in American political philosophy
and partly because of its contrast to the milder
sentiments found in other state mottos.

WEBQUESTIONS

Q: What part of the atom did
Chadwick discover?'
A: neutron

Article: Atom

Paragraph: ... The atomic mass of these iso-
topes varied by integer amounts, called the
whole number rule. The explanation for these
different isotopes awaited the discovery of the
neutron, an uncharged particle with a mass
similar to the proton, by the physicist James
Chadwick in 1932. ...

WIKIMOVIES

Q: Who wrote the film Gigli?
A: Martin Brest

Article: Gigli

Paragraph: Gigli is a 2003 American roman-
tic comedy film written and directed by Mar-
tin Brest and starring Ben Affleck, Jennifer
Lopez, Justin Bartha, Al Pacino, Christopher
Walken, and Lainie Kazan.

Figure 5.4: Example training data from each QA dataset. In each case we show an asso-
ciated paragraph where distant supervision (DS) correctly identified the answer within it,
which is highlighted.
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Figure 6.4: The questioner interface of our COQA dataset.
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Figure 6.5: The answerer interface of our COQA dataset.
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Dataset | #Train  # DS Train | # Test | # answers

SQUAD | 87,599 71231 | N/A | 1.0
TREC 1,486' 3464 694 3.2¢
WEBQUESTIONS | 3,778! 4,602 | 2,032 2.4
WIKIMOVIES 96,185' 36,301 | 9,952 1.9

Table 5.1:  Statistics of the QA datasets used for DRQA. DS Train: distantly supervised
training data. ': These training sets are not used as is because no passage is associated with
each question.
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where W& Wiend) ¢ RAxh are additional parameters to be leamned. This is slightly
different from the formulation of attention as we don’t need to take the weighted sum
of all the vector representations. Instead, we use the normalized weights to make direct

predictions. We use bilinear products because we find them to work well empirically.
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P(a; | aj,0) is parameterized as an LSTM which takes o as the initial hidden vector,
and a; is predicted based on the hidden vector h; for the full vocabulary V U {(eos)}. The

training objective is
L =—logP(al|p,q) = logZP aj | acj,0 (3.33)

For prediction, one word is predicted at a time which maximizes P(a; | a<;,0) and then
fed into the next time step, until the token (eos) is predicted. We are not going to elaborate

more on it as they are standard components in sequence-to-sequence models (Sutskever
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During inference, we choose the span p;, .. ., pir such that ¢ < ¢/ < i + max_len and
PG () x PEnd)(§7) is maximized. max_len is a pre-defined constant (e.g., 15) which

controls the maximum length of the answer.
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The output vector o can be used to predict